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Les résumés

Résumé
Au cours de cette décennie, la croissance des données est rapide à cause des informa-

tions qui circulent dans les entreprises, les données des utilisateurs des réseaux sociaux, la
technologie des internet des objets, et l’utilisation des appareils mobiles. Cette croissance
soulevée de nombreuses questions par les chercheurs dans le but d’extraction de connaissance
de grandes masses de données. Cette discipline de recherche est le Data Mining pour le Big
Data. Plusieurs chercheurs définis Big Data par les données caractérisées par leur volume,
variété , vélocité, véracité, volatilité, et valeur. Notre vision est de traiter le lien entre le Data
Minng et le Big Data. Dans ce travail, nous proposons une architecture multi couches pour le
Data mining dans les systèmes Big Data. Cette architecture permettant le traitement efficace
de processus de fouille de données. Notre architecture a deux contributions. La première est
l’utilisation des algorithmes profonds et distribue pour améliorer deux axes très importants la
durée d’exécution et le taux d’apprentissage de processus de Data Mining. Dans la deuxième
contribution, nous focalisons sur l’intégration de diverses sources de données.
Mot Clé : Big Data, Data Mining, Architecture Big Data, Apprentissage profond distribue.

Abstract
During this decade, the growth of data is rapid due to the information circulating in com-

panies, the data of social media users, the technology of the Internet of Things, and the use
of mobile devices. This growth raises many questions for researchers to extract knowledge
from large masses of data. This research discipline is Data Mining for Big Data. Several
researchers define Big Data by data characterized by its volume, variety, velocity, veracity,
volatility, and value. Our vision is to address the link between Data Mining and Big Data.
In this work, we propose a multi-layered architecture for data mining in Big Data systems.
This architecture allows the efficient processing of the data mining process. Our architecture
has two contributions. The first is the use of deep and distributed algorithms to improve two
critical areas of data mining process execution time and accuracy. In the second contribution,
we focus on the integration of various data sources.

Keywords : Big Data, Data Mining, Architecture Big Data, Distributed Deep learning.
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Introduction générale

Depuis le début de la croissance des données, à cause de l’évolution de la technologie, et
l’augmentation de leur nombre d’utilisateurs, les chercheurs ont proposé le terme Big Data
pour bien différencier les nouveaux problématiques liés. Ce concept est défini dans la revue
nature par les données à grande échelle qui ne peuvent être présentées, traitées et analysées à
l’aide des technologies, méthodes et théories existantes (Goldston, 2008).

Le Big data sont les données qui se caractérisent par :
— Volume : la quantité massive de données générées par les utilisateurs (Assunção et al.,

2015; El Kassabi et al., 2018; Uddin et al., 2014).
— Variété : les données varient en fonction de leur type qui peut être structuré, semi-

structurées ou non structurées (Assunção et al., 2015; El Kassabi et al., 2018; Uddin
et al., 2014).

— Vélocité : la vitesse de génération des données (Assunção et al., 2015; El Kassabi et al.,
2018; Uddin et al., 2014).

— Véracité : l’exactitude et la précision des données (Assunção et al., 2015; El Kassabi
et al., 2018; Uddin et al., 2014).

— Volatilité : la durée pendant laquelle les données resteront valables (Uddin et al., 2014).
— Valeur : la capacité de l’exploitation de données (Assunção et al., 2015; Uddin et al.,

2014).
Le Big Data a attiré les chercheurs dans plusieurs axes de recherche a savoir, la proposition

des frameworks conceptuels pour Big Data, le problème de stockage et de traitement de Big
Data, le problème de l’analyse de Big Data. ect.

Ces architectures doivent répondre aux exigences de l’énorme volume de données, la
variété des types de données, la vitesse d’acquisition et de traitement de données (Krishnan,
2013).

Le Data Mining est un axe de recherche actif. Ils ont défini comme le processus de
l’extraction de connaissance à partir de données. Les chercheurs vus que le processus de Data
Mining nécessite des méthodes et d’outils pour puissent être répondre aux exigences de Big
Data. Le défi de DataMining pour les applications Big Data est d’explorer les grands volumes
de données et d’extraire des informations ou des connaissances utiles pour une action future
(Rajaraman & Ullman, 2011). Le processus de Data Mining pour les systèmes Big Data doit
pouvoir extraire les données qui caractérisent par volume, variété, véracité et volatilité (Qiu
et al., 2016).

Plusieurs travaux de recherche proposée des méthodes et des outils qui permettent l’ex-
traction de connaissance de Big Data. Certains chercheurs suggérés des architectures pour le
but de traiter tous les aspects liés aux Big Data, tel que leurs stockages, traitement, visualisa-
tion, et analyse. Autres chercheurs proposés une architecture Big Data sans poser la question
de processus de Data Mining. Plusieurs architectures des systèmes Big Data sont proposées
selon le classement suivant :

1



INTRODUCTION GÉNÉRALE

— Architecture générale : des architectures décrivent les composantes globales des sys-
tèmes Big Data (Anthony & Arjuna, 2011).

— Architecture référentielle : des architectures standard assurent l’interopérabilité des
systèmes par la normalisation. Elle facilite l’instanciation de nouvelles architectures
concrètes (Demchenko et al., 2014; Levin, 2013; Supriya et al., 2016; Sang et al., 2016;
Pääkkönen & Pakkala, 2015).

— Architecture orientée application : l’objective de cette architecture est la proposition
d’une architecture pour une application quelconque (Osman, 2019; Bilal et al., 2016;
Rathore et al., 2015;Mezghani et al., 2015; Thusoo et al., 2010a; Sumbaly et al., 2013).

— Architecutre de Cloud Computing : architecture Big Data dans le Cloud Computing
(Schmidt & Möhring, 2013).

Objectifs de la thèse
Malgré l’existence de plusieurs travaux de recherches, ces travaux restent insuffisantes et

ne prend pas en compte l’impact d’architecture avec le processus de Data Mining dans deux
axes très importants : la durée d’exécution et le taux d’apprentissage. De plus, les travaux
précédents n’ont pas traité le processus de Data Mining comme un processus d’intégration
de divers sources de données et technologies pour atteindre un objectif bien défini.

Les contributions de notre thèse sont exprimées par les questions suivantes :

— Existe-t-il une relation entre le choix de l’architecture et la performance du système
Big Data dans le processus de Data Mining en termes de temps de traitement et de la
prédiction de modèle?

— Quels sont les avantages de l’apprentissage approfondi dans les systèmes Big Data.
— Quelle est l’architecture qui permette l’intégration de différentes sources de Big Data

et technologies et quels sont leurs avantages?

Pour répondre aux questions précédentes, nous proposons deux contributions (Naoui
et al., 2020a), (Naoui et al., 2020b), (Naoui et al., 2020c), (Naoui et al., 2020d).

La première contribution est une proposition d’une architecture pour l’apprentissage
approfondi distribué dans les villes intelligentes (Naoui et al., 2020d). Cette architecture
est évaluée par des métriques qui nous permettent de tester le temps d’exécution et le taux
d’apprentissage. Les avantages de cette contribution sont : la souplesse de stockage et de
traitement de données. Optimisation de temps d’exécution et le taux d’apprentissage des
algorithmes.

Nous avons aussi proposé l’approche agent au Big Data pour améliorer la performance du
système. L’architecture proposée est utilisée pour la modélisation de courbe régression . Les
agents utilisés sont des agents pour la linéarisation des courbes et un agent pour déterminer
le meilleur modèle par l’utilisation d’algorithme k-means (Naoui et al., 2020b).

La deuxième contribution est une architecture d’intégration des réseaux sociaux et le
système Big Data des hôpitaux pour la reconnaissance des maladies par des images radio-
graphiques (Naoui et al., 2020c). Les avantages de cette intégration sont : l’intégration des
multiples sources de données, la réutilisation et le partage des modèles et connaissances entre
les utilisateurs des réseaux sociaux.

L’intégration des déférentes technologies est utilisée dans le contexte des énergies renou-
velables. Cette architecture nous permet de bien exprimer la relation entre la technologie des
objets, Big Data et apprentissage profond. Les objets intelligents sont les senseurs de climat.

2



INTRODUCTION GÉNÉRALE

Ces objets acquièrent les données et le sauvegardent dans le systèmeBigData. L’apprentissage
profond améliore le taux de prédiction (Naoui et al., 2020a) .

Organisation de la thèse
Cette thèse est organisée en trois chapitres. Dans le premier chapitre nous abordons le

Data Mining, leurs concepts et les différentes vues de ce concept par plusieurs chercheurs.
En outre la relation entre Data minig, Machine Learning et le processus d’exploration de
connaissance. D’autre part, nous décrivons les formalismes de base de Data Mining et les
algorithmes les plus connus.

Dans le deuxième chapitre, nous présentons le Big data, leurs caractéristiques, archi-
tectures, les classes des architectures, et nous terminons par les contributions récentes des
systèmes Big Data.

Le troisième chapitre est consacré à la présentation de nos contributions. Dans la contri-
bution N°1, nous présentons l’architecture d’apprentissage approfondi distribué pour les
maisons intelligentes, les métriques d’évaluation de cette architecture, comparaison, résultats
et discussion. Dans la contribution N°2, nous présentons l’architecture pour l’intégration des
réseaux sociaux, apprentissage approfondi et Big Data. L’expérimentation de cette architec-
ture est réalisée dans le domaine de la santé. Les images radiographiques de multiples sources
sont utilisées afin de prédire les maladies thoraciques.

Enfin, nous terminons par une conclusion générale qui récapitule notre contribution.
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1.1 Introduction
L’évolution de la technologie d’information et de communication dans plusieurs secteurs 

a causée de nouvelles problématiques. L’évolution rapide des données mit de nouvelles ques-
tions dont l’objectif est le changement de grandes quantités des données, vers un ensemble 
des savoirs et des connaissances utiles dans tous les domaines. Dans nos jours, les activités 
des échanges des informations entre utilisateurs ou entreprises, prendre beaucoup de façon. 
Il s’agit d’une relation utilisateur-utilisateur ou groupe d’utilisateurs, par exemple le cas des 
réseaux sociaux, ou utilisateurs-entreprises via un site ou une application. Aussi, avec la 
révolution de technologie d’internet des objets, la relation prenait un facteur principal en 
terme de processus de traitement et de la gamme de données stockées. Les donnés collectés 
prendre l’intérêt des chercheurs afin de transformer ces données en ensemble de connais-
sances utilisables et exploitables. A cet effet, dans ce premier chapitre, nous présentons des 
définitions générales et les processus de Data Mining. Ensuite, nous décrivons la modélisa-
tion mathématique et les algorithmes d’apprentissage. De plus, nous arborons l’approche et 
l’optimisation d’apprentissage profond.

1.2 Définition de Data Mining
Data Minig est l’ensemble des savoirs fondé depuis les années 90 dont l’objectif est

l’extraction de connaissance à partir des données (Piateski & Frawley, 1991; Han et al.,
2011). Certains chercheurs considèrent le processus de fouille donnée comme une étape de
processus d’extraction de données (Knowlege Discovery in Data Base KDD) (Fayyad et al.,
1996). Autres, affirment que le processus de fouille de données et le processus d’extraction de
données sont le même processus (Han et al., 2000; Aggarwal, 2015). Un autre terme qui prend
une large place dans les publications récentesMachine Learning. Le but deMachine Learning
et Data Minig est l’extraction des connaissances utiles à partir des données (Kononenko &
Kukar, 2007). Cependant,Machine Learning se concentre sur le développement de techniques
de modélisation de données (Kononenko & Kukar, 2007). Les définitions ci-dessus montrent
les différentes vues des chercheurs à la fouille de données :

1.2.1 Définition 1
Une nouvelle génération de théories et d’outils informatiques pour aider les individus à ex-

traire des informations utiles (connaissances) des volumes croissants de données numériques
(Fayyad et al., 1996).

1.2.2 Définition 2
Le Data Mining est le processus de découverte de connaissances non triviales et utiles à

partir de grande quantité de données (Abboud, 2018).

1.2.3 Définition 3
La fouille de données est l’art de l’exploitation de données pour la génération de connais-

sances afin de prédire ou décrire le comportement de données par l’utilisation d’un modèle
(Stéphane, 2012).
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1.2.4 Data Mining et processus d’extraction de connaissance
Comme nous avons déjà mentionné, certains chercheurs considèrent le processus de

l’extraction de connaissance à partir des bases de données, comme le processus de Data
Mining, dont le rôle est l’extraction automatique des modèles représente des connaissances
implicitement stockées ou capturées dans des grandes bases de données, des entrepôts de
données, le Web, d’autres référentiels d’informations massives ou des flux (Ceri et al., 2003).

Figure 1.1 – Processus d’extraction de connaissance à partir des données (Fayyad et al., 1996)

1.2.5 Data Mining et Machine Learning
Witten & Frank (2002) et Han et al. (2011) ont défini la fouille de données par l’extraction

d’informations implicites, auparavant inconnues et potentiellement utiles à partir de données,
dont la Machine Learning fournit la base technique pour l’exploration des données. Il est
utilisé pour extraire les connaissances dans les bases de données.

1.2.6 Notre vision
Nous avons vu que la mise en œuvre d’un processus de Data Minig est une machine

Learning. Dans le Data Mining, on concentre sur les aspects les algorithmes et le fondement
théorique, mais dans la machine Learning on s’intéresse de plus par le développement. Pour
cette raison, le terme Machine Learning est le plus utilisé dans la littérature scientifique et
par les ingénieurs de développement. Par contre le terme Data Ming est rarement utilisé dans
le domaine du développement.

1.3 Processus de Data Mining
Le processus de data Mining est l’ensemble des étapes à suivre du début de processus

jusqu’à la fin, où on construit le modèle qui décrit, ou prédire les données. On peut dire que
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le processus de fouille de données peut comporter trois étapes : préparation des données,
apprentissage et validation.
— Préparation : consiste à sélectionner les données cohérentes et pertinentes au problème

posé. Par exemple en évitant les données nulles, mal saisie, etc.
— Apprentissage : cette étape est le cœur de processus de data Minig. On applique les

algorithmes et les méthodes qui nous permettent de décrire ou prédire le comportement
de données.

— Validation : le modèle élaboré dans la phase précédente peut être testé par exemple,
par test de prédiction, matrice de confusion, erreur quadratique, etc.

1.4 Modélisation mathématique d’apprentissage
Dans cette section, nous présentons le fondement mathématique d’apprentissage. On

désigne par le terme apprentissage, l’ensemble des algorithmes qu’on peut apprendre à partir
des données. Les deux principaux éléments dans n’importe quel type de Data Minig sont
les données et l’algorithme ou modèle. Nous cherchons à répondre comment représenter les
données et comment construire un modèle.

1.4.1 Données comme vecteurs, matrices et tenseurs
Les données sont formalisées sous la forme de vecteur, matrice ou tenseur.

— Vecteur de données : les données représentées par un vecteur. Supposons les don-
nées suivantes (G1, G2, G3, ...G=). On peut traiter les données comme un vecteur (+) de
longueur (=) dont les éléments de vecteurs respectivement sont : G1, G2, G3, ...G=.

+ =

©«
G1
G2
...

G=

ª®®®®¬
— Matrice de données : les données peuvent être formalisées sous la forme matricielle,

si les données décomposées en deux indicent par exemple une image décomposée en
matrice de pixel de deux dimensions.

G =

©«
G1,1 G1,2 · · · G1,=
G2,1 G2,2 · · · G2,=
...

...
. . .

...

G<,1 G<,2 · · · G<,=

ª®®®®¬
— Tenseurs de données : les tenseurs sont des vecteurs de nombres disposés sur une grille

régulière avec un nombre de variables d’axes supérieur ou égal 0. Par exemple un
élément de tenseur � identifié par les coordonnés (8, 9 , :) par �8, 9 ,: . Les vecteurs sont
des tenseurs d’ordre 1, et les matrices d’ordre 2.

1.4.1.1 Normes des données

Dans la phase d’apprentissage, on peut calculer les normes de données. Les normes ont
plusieurs significations par exemple une distance, similarité, etc. La norme (!?) mesuré la
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taille d’un vecteur. Si (? ∈ R) et (? ≥ 1)), on a :

‖ G ‖? =
(∑
8

|G8 |?
) 1

?

(1.1)

Dans l’équation 1.1 si (? = 2), l’équation retourne la norme euclidienne, ou c’est la distance
euclidienne, et si (? = 1) c’est la distance de Manhattan.

1.4.2 Modèles
Le modèle c’est l’algorithme d’apprentissage des données. Mitchell et al. (1997) consi-

dèrent qu’un programme informatique apprendrait de l’expérience (E), concerne une certaine
classe de tâches (T) et une mesure de performance (P), si la performance aux tâches (T),
mesurée par (P), s’améliore avec l’expérience E. L’expérience est la capacité d’apprendre les
données. Les tâches sont le processus de la création du modèle. La performance (P) c’est le
facteur qui mesure le modèle.

Il existe deux types de fonctions qui peut-être décrivent un modèle, le modèle comme
fonction et le modèle comme probabilité de distributions (Deisenroth et al., 2020).

1.4.3 Modèle comme fonction
L’apprentissage automatique formalisé par la fonction ( 5 ), l’espace de départ (-), et (. )

l’espace d’arrivée : 5 : - −→ .

Supposant (�) est l’ensemble de données à entraîner � = {(G1, H1), (G2, H2), ..(G=, H=)} ou
∀ 8 ∈ [1..=] H8 = 5 (G8), (6) est une fonction d’approximation de ( 5 ). Le choix de la fonction
(6) parmi l’ensemble des fonctions candidates, se fait par l’utilisation d’hypothèse (�) . Le
meilleur modèle sera sélectionné par les choix de fonction (6) qui représente bien la fonction
( 5 ) et les données.

Fonction f : YX

D=(x1,y1),(x2,y2),....(xn,yn)

Données

Hypothèse

H

Hypothèse
finale

g≈f

Figure 1.2 – Fonction d’approximation (Abu-Mostafa et al., 2012)

Par exemple, si nous avons les données � = {(G1, H1), (G2, H2), ..(G=, H=)}. Dans un pro-
blème de régression linéaire, la fonction (f) est donnée par :
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5 :
- −→ .

. = 5 (-) + n

. = F1G1 +F2G2 + . . .+F=G= + n
L’ensemble des fonctions candidatures (H) définies par les valeurs de vecteurW= (F1,F2, . . . ,F=).
Le meilleur fonction 6 calculée par l’optimisation d’erreur n .

1.4.4 Modèles comme probabilité de distribution
L’incertitude est un concept clé dans le domaine d’apprentissage. Elle résulte du bruit sur

les mesures des ensembles de données. Pour la quantification et la manipulation cohérente
de l’incertitude, les chercheurs utilisent la théorie des probabilités qui constitue l’un des
fondements de théorie de l’apprentissage.

Pour l’ensemble des données � = {(G1, H1), (G2, H2), ..(G=, H=)} sont des variables aléa-
toires, exprimées par la distribution de probabilité %. Cette probabilité, prendre plusieurs
formes notamment, probabilité marginale, probabilité conditionnelle, la règle de chaîne des
probabilités conditionnelles, les lois de Bernoulli et Gaussian.

Probabilité p P(X), P(Y/X)

D=(x1,y1),(x2,y2),....(xn,yn)

Données

Hypothèse

H

Hypothèse
finale

g≈P

Figure 1.3 – Fonction probabiliste

— Probabilité marginale : c’est la distribution de probabilité sur un seul sous-ensemble.
Supposons que nous ayons des variables aléatoires discrètes - et . , et nous avons
%(-,. ). On peut trouver %(-) avec la règle :

∀G ∈ -,%(- = G) =
∑
H

%(- = G,. = H) (1.2)

Pour les variables continues, nous devons utiliser l’intégration au lieu de la somme :

∀G ∈ -,%(- = G) =
∫
%(-,. )3H (1.3)

— Probabilité conditionnelle : dans de nombreux cas, nous nous intéressons à la probabilité
d’un événement, qu’un événement (X = x) se produit étant donné que l’événement (Y
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= y) a eu lieu. Nous désignons la probabilité conditionnelle que (Y = y) étant donné
(X = x) comme P(Y = y X = x). La probabilité conditionnelle peut être calculée par la
formule :

%(. = H |- = G) = %(. = H, - = G)
%(- = G) (1.4)

La règle de la chaîne de probabilité 1.5 (chain rule of probability) est dérivée par
l’application successive de la règle du produit dérivé par l’équation 1.4

%(-1, -2, ..-=) = %(-1)
=∏
8=2

%(-8 |-1, ..-8−1) (1.5)

— Distribution de Bernoulli : c’est une distribution discrète de probabilité dont la variable
aléatoire peut prendre deux valeurs binaires, 1 pour la probabilité p et 0 pour la
probabilité q=p-1.

Les propriétés de loi de Bernolli sont : %(G) =


? si G =1
1− ? si G = 0
0 si non

La loi de Bernoullli

calcule par l’équation :

%(- = G) = ?G (1− ?)1−G .G ∈ 1, = (1.6)

— Distribution de Gauss : la distribution normale est la distribution de probabilité la plus
importante en statistique, il décrit comment les valeurs d’une variable sont distribuées.
Il s’agit d’une distribution symétrique où la plupart des observations se regroupent
autour du pic central , et autres valeurs extrêmes dans les deux queues de la distribution.
Supposant la moyenne des données ` et l’écart type f. La loi normale de Gauss # :

# (G;`,f2) =
√

1
2cf2 exp− 1

2f2 (G− `)
2 (1.7)

1.4.5 Types de modèle
Les relations entre les données (variables) déterminent le type d’algorithmes de Data

Mining, dans les principaux types sont : classification, régression, transcription, traduction,
détection d’anomalies (Goodfellow et al., 2016).
— Classification : est défini par la fonction 5 : R= −→ {�1,�2...�=}. Dont H = 5 (G) est

décrit par l’entrée (G) et la sortie (H) tel que H ∈ {�1,�2...�=}.
— Régression : la fonction est définie R= −→ R= la valeur de sortie est une valeur numé-

rique. H = 5 (G) retourne pour chaque valeur de x une valeur numérique de H.
— La machine de traduction : le rôle de ce type de modèle est la traduction de symbole

depuis une langue vers une autre. Supposant qu’un ensemble de symboles de la langue
!1 = {G1

1, G
1
2 ...G

1
=} et !2 = {H2

1, H
2
2...H

2
<} . La langue !1 et !2 de langueur =,<. La

fonction 5 : !1 −→ !2. Dont H2 = 5 (G1). La machine traducteur est largement utilisé
dans la traduction des langues.

— Transcription : la transcription est définie lorsque nous avons des données �1 =

{G1
1, G

1
2 ...G

1
=} et �2 = {H2

1, H
2
2...H

2
<}. Tel que le type est �1 est C1 et le type �2 est

C2. La fonction de transcription est 5 : �1 −→ �2. Dont H2 = 5 (G1). Par exemple si
nous prenons une image de format pixel comme entrée et il retourne la sortie texte. La
traduction et la transcription sont similaires sauf que dans la traduction les données en
entrée et sortie sont du même type.
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— Détection d’anomalie : La détection d’anomalie implique le cas ou une donnée n’est
pas cohérente en relation avec une hypothèse (H). Supposant que (H) est estimé par un

seuil s, Donc : 5 (G) =
{
H = 5 (G, ℎ) si y > s, Anomalie
Si non Non anomalie

— Sortie structurée : dont la sortie est un vecteur (ou une autre structure de données conte-
nant plusieurs valeurs) avec des relations importantes entre les différents éléments. Il
s’agit d’une large catégorie qui englobe les tâches de transcription et de traduction dé-
crites ci-dessus, mais également de nombreuses autres tâches. Un exemple est l’analyse
syntaxique, ou le mappage d’une phrase en langage naturel dans un arbre qui décrit sa
structure grammaticale et le marquage des nœuds des arbres comme étant des verbes,
des noms ou des adverbes (Collobert, 2011) .

Les types de modèles sont classés en deux classes d’apprentissage : supervisé, et non super-
visé. Dans l’apprentissage supervisé, les classes des données à prédire sont préalablement
connues. Tandis que dans l’apprentissage non supervisé, les classes sont automatiquement
générées . Le défi central de l’apprentissage automatique est que nous devons bien performer
sur de nouveaux entrants inédits, pas seulement ceux sur lesquels notre modèle a été entraîné.
La capacité de bien fonctionner sur des entrées précédemment non observées est appelée test.

1.4.6 Analyse des erreurs écarts-biais
Erreur due au biais : comme nous avons discuté dans la section précédente, le modèle est

une fonction d’approximation. L’erreur de modèle, calculée par une mesure d’erreur sur l’en-
semble d’entraînement, appelée erreur d’entraînement. L’erreur calculée par les données non
entraînées c’est l’erreur de test. Le modèle est optimisé pour avoir le meilleur résultat. L’ob-
jectif de cette optimisation consiste à minimiser les deux erreurs, l’erreur de l’entraînement
et l’erreur de test. Cette optimisation est appelée en anglais tarde off biais variance.
— Erreur de biais : considérée comme la différence entre la prédiction attendue de modèle

et le réel.
— Erreur de variance : est définie comme la valeur attendue de l’erreur sur une nouvelle

entrée.
— Sous-apprentissage (Underfitting) : le sous-apprentissage se produit lorsque le modèle

n’est pas en mesure d’obtenir une valeur d’erreur suffisamment faible sur l’ensemble
d’entraînement.

— Sur-apprentissage (Overfitting) : un sur-apprentissage se produit lorsque l’écart entre
l’erreur d’apprentissage et l’erreur de test est grand.

Figure 1.4 – Erreurs écarts-biais
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1.5 Algorithmes d’apprentissage

1.5.1 Arbre de décision
L’arbre de décision, proposée en 1980 Quinlan (1980), est une structure hiérarchique

et arborescente, où chaque nœud interne représente une condition sur un attribut et chaque
branche représente un résultat du test. L’étiquette de classe est représentée par chaque nœud
feuille (ou nœud terminal). Étant donné les données (D), les valeurs d’attribut des données
sont testées par rapport à l’arbre de décision, par l’utilisation des tests condition de la racine à
un nœud feuille qui contient la prédiction de classe pour les données. L’arbre de décision est
facile à construire par rapport aux autres méthodes de classifications. Parmi les algorithmes
d’arbre de décision, on trouve C4.5 (Quinlan, 1993), ID3 (Deisenroth et al., 2020), CART
(Breiman et al., 1984).

Algorihtme 1 Principe d’arbre de décision (Han et al., 2011)
Input : Partition de données, D, qui est un ensemble de tuples d’apprentissage et leurs

étiquettes de classe associées ;
Liste d’attributs, l’ensemble des attributs candidats ;
Méthode de sélection d’attributs, une procédure pour déterminer le critère de fractionnement
qui «mieux» partitionne les tuples de données en classes individuelles. Ce critère se compose
d’un attribut de fractionnement et, éventuellement, d’un point de fractionnement ou d’un
sous-ensemble de fractionnement.
Output : Un arbre de décision.
1.créer un nœud N
2. si les tuples en D sont tous de la même classe ) alors

retourner N comme un nœud feuille étiqueté avec la classe C
3.si la liste d’attributs est vide alors

retourner N comme un nœud feuille étiqueté avec la classe majoritaire en D
4. appliquer la méthode de sélection des attributs (D, liste d’attributs) pour trouver le
«meilleur» critère de fractionnement ;
5.étiqueter le nœud N avec un critère de division ;
6. si l’attribut de fractionnement a une valeur discrète et fractionnements multi autorisés
alors

liste d’attributs ← liste d’attributs - fractionnement d’attribut ; // supprimer l’attribut de
fractionnement

7.pour chaque résultat j du critère de fractionnement faire
D j l’ensemble des tuples de données dans D satisfaisant le résultat j ; // une partition si
D j est vide alors alors

attacher une feuille étiquetée avec la classe majoritaire en D au nœud N;
sinon

attacher le nœud renvoyé par Générer l’arbre de décision (D j, liste d’attributs) au
nœud N;

8.retourner N;

1.5.2 Apprentissage par ensemble
Contrairement aux approches d’apprentissage qui tentent de construire un seul modèle

à partir des données, les méthodes d’apprentissage par ensemble essaient de construire un
ensemble de modèles et de les combiner (Zhou, 2012). L’apprentissage par ensemble est la

13



CHAPITRE 1. DATA MINIG

base de plusieurs techniques, par exemple Bagging, Booting et Foret aléatoire. Le principe de
base de ce paradigme d’apprentissage est l’entraînement de plusieurs modèles pour résoudre
un même problème.

Données

Algorithme 1

Algorithme 2

Algorithme n

Combinaison

modèle Finale

Figure 1.5 – Apprentissage par ensemble

1.5.2.1 Bootstrap

C’est un échantillon aléatoire des données prises avec remplacement (Efron & Tibshirani,
1986). Cela signifie qu’après un point de données sélectionné pour le sous-ensemble, il est
toujours disponible pour une sélection ultérieure. L’échantillon de Bootstrap a la même
taille que l’ensemble de données d’origine. Par conséquent, certains échantillons seront
représentés plusieurs fois dans l’échantillon tandis que d’autres ne seront pas sélectionnés.
Les échantillons non sélectionnés sont généralement appelés échantillons hors du sac (out-
of-bag). Pour une itération donnée de rééchantillonnage Bootstrap, un modèle est construit
sur les échantillons sélectionnés, est utilisé pour prédire les échantillons hors du sac (out-of-
bag). La figure 1.6 montre la procédure à suivre dans le Boostrap. (�) est l’ensemble des
données{X1, X2, X3, X4, X5, X6, X7, X8, X9, X10, X11, X12}
— Prendre des échantillons des données d1, d2, dn.
— Pour chacun des échantillons applique l’algorithme Algorithme 1, Algorithme 2 et

Algorithme N.
— Chaque algorithme retourne un modèle Y1,Y2,Yn

X11

x13

x12

X10
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X8

X7

X6

x5

X4

x3

X2

X10
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X8

X2
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Algorihme 1
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Y2
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D

d1

d2

dn

Yn

X1

Figure 1.6 – Les étapes de Boostrap
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1.5.2.2 Bagging

Le modèle à base d’arbre de décision, discuté en 1.5.1, à une variance élevée. Pour
améliorer la qualité demodèle, il faut appliquer le Bootstrap afin d’améliorer l’estimation ou la
prédiction de l’arbre. Supposant que� = {(G1, H1), (G2, H2), ..(G=, H=)} pour prédire la fonction
5 (G), Bagging fait la moyenne de cette prédiction et une collection d’échantillons Bootstrap
qui réduise la variance. Pour chaque échantillon (bag) �, tel que � = {�1, �2, ...�<} le
Baggin estime :

5 (G)106 =
1
<

8=<∑
8=1

5 8 (G) (1.8)

1.5.2.3 Boosting

Le Bagging algorithme implique la création de plusieurs copies de l’ensemble de données
d’apprentissage à l’aide du Bootstrap, et l’ajustement d’un arbre de décision distincte à
chaque copie. Puis la combinaison de tous les arbres afin de créer un modèle prédictif unique.
Notamment. Chaque arbre est construit sur un ensemble de données , indépendant des autres
arbres. Le boosting fonction de manière similaire, sauf que les arbres sont construits d’une
manière séquentielle : chaque arbre est construit en utilisant des informations provenant
d’arbres déjà construits. Boosting n’implique pas d’échantillonnage Bootstrap ; à la place,
chaque arbre est adapté à une version modifiée de l’ensemble de données d’origine.

1.5.2.4 Forêts aléatoires

Basé sur des idées d’agrégation de modèles, la forêt aléatoire (Random forests) est un al-
gorithme populaire très efficace pour les problèmes de classification et de régression introduit
par Breiman Breiman (2001). Elle appartient à la famille des méthodes d’ensemble, apparais-
sant dans la machine learning à la fin des années 90 (Dietterich, 1998, 2000). L’algorithme de
foret aléatoire construit des ensembles des arbres de décision à partir des données. La forêt
aléatoire est la modification substantielle de Boostrap qui constitue une grande collection
d’arbres décorrélés, puis les calcule. Sur de nombreux problèmes, les performances de forêt
aléatoire sont très similaires à celles de Boosting et plus simple à former et à régler. En
conséquence, la forêt aléatoire devient populaire.

Algorihtme 2 Forêt aléatoire pour régression ou classification
Input : D
Output : T : Foret aléatoire
for For b = 1 to B : do

échantillon bootstrap �8 de taille N donnée d’entraînement Créerer un arbre de forêt
aléatoire )8 i donnée Boostrap, en répétant récursivement les étapes suivantes pour
chaque nœud terminal de l’arborescence, jusqu’à ce que la taille minimale du nœud n
min soit atteinte.

Sélectionnez m variables au hasard parmi les p variables
Choisissez la meilleure variable / point de partage parmi les m
Fractionner le nœud en deux nœuds

Sortie de l’ensemble des arbres T8
Pour faire une prédiction à un nouveau point 5 (G)106 = 1

<

∑8=<
8=1 5 8 (G) :

Classification : Supposant 2(G)106 être la prédiction de classe de la b foret aléatoire arbre.
puis 5 (G)106 sélectionner le vote majoritaire ( 5 (G)106)
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1.5.3 LightGBM
En anglais A Highly Efficient Gradient Boosting Decision Tree, propose un modèle at-

tractif pour l’analyse des données. Ce modèle introduit par les auteurs afin de résoudre le
problème d’efficacité et d’évolutivité de gradient Boosting d’arbre de décision (GBDT) dans
le cas de grandes dimensions et de grands ensembles de données. Afin de résoudre ces pro-
blèmes, Ke et al. (2017) a proposé deux techniques, l’échantillonnage unilatéral basé sur un
gradient ( Gradient-based One-Side Sampling GOSS) et le regroupement exclusif de fonc-
tionnalités ( Exclusive Feature Bundling EFB). La première technique utilisée pour exclure
certaines instances de données avec de petits gradients. Dans la deuxième technique, ils es-
timent le gain d’informations, Ke et al. (2017) appliqué LightGBM sur plusieurs ensembles
de données publics. En conséquence, la vitesse d’apprentissage jusqu’à près de 20 fois par
rapport au GBDT conventionnel avec environ de même précision. LightGBM utilisé mieux
en pratique et plus rapide pour les données volumineuses (Ma et al., 2018). Il s’agit donc
d’un apprentissage automatique pour l’analyse des données massive.

1.5.3.1 Formulation mathématique de LightGBM

Supposons � = {(G1, H1), (G2, H2), ...(G8, H8), (G8+1, H8+8), ...(G<, H<)} un ensemble de don-
nées d’entrainement, où G8, 8 ∈ [1..<], sont les échantillons de données et H8 sont des valeurs
d’étiquettes de classe. Dans l’arbre de décision Gradient Boosting, l’objectif d’optimisation
est de réduire la fonction de perte. Supposant 5 (G) une fonction et 5̂ la fonction représente la
fonction estimée entre H et 5 (G), ! (H, 5 (G)) (Chen et al., 2019; Sun et al., 2018) avec :

5̂ (G) = argmin
�

�G,H! (H, 5 (G)). (1.9)

LightGBM générer (C) arbres de décision, (C) est le nombre d’arbres de décision (Sun et al.,
2018) avec :

5) (G) =
)=C∑
)=1

5C (G) (1.10)

Ke et al. (2017) a observé que la précision de l’arbre de décision d’optimisation du gradient ne
suffit pas dans le cas d’un grand nombre d’échantillons ou d’une grande dimension de carac-
téristique. Avant, les chercheurs ont proposé l’échantillonnage unilatéral basé sur un gradient
(GOSS) et le regroupement exclusif de fonctionnalités (EFB). GOSS effectue uniquement le
petit gradient aléatoire. Il trie d’abord 0 × 100 %, où (a) est le taux d’échantillonnage des
données à gradient élevé. Le au hasard 1×100 % où (b) est le rapport d’échantillonnage des
petites données de gradient. L’algorithme EFB de rôle peut optimiser le calcul en évitant des
valeurs de caractéristique nulles.

1.5.4 Machines à vecteurs de support
Les machines à vecteurs de support SVM (Support Vector Machine) c’est la construction

d’un hyperplan optimal, qui peut être utilisé pour la classification des problèmes linéairement
séparables. L’hyperplan optimal maximise la marge. La distance de l’hyperplan au point le
plus proche de chaque classe. L’objectif principal de SVM est de maximiser la marge afin
qu’il puisse classer correctement les modèles donnés, c’est-à-dire que plus la taille de la
marge est plus correcte (Vapnik, 1995). Les Machines à vecteurs de support (SVM), conçus à
l’origine pour la classification binaire, sont des classificateurs à grande marge (Zhang, 2001).
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La marge est définie comme la distance minimale entre les instances de différentes classes
et l’hyperplan de classification. Un hyperplan est défini par la fonction FCG8 + 1. La distance
euclidienne d’une instance (G8) à l’hyperplan est donnée par l’équation suivante :

FCG8 + 1
‖F ‖ (1.11)

-

-

-

-

+

+

+

+
+

|Wt+b|=0°=-1

|Wt+b|=1

|Wt+b|=0

Marge Optimale

X

Y

Figure 1.7 – Apprentissage par les machines à vecteurs de support

1.5.5 Modèle de bayse
Le modèle Naive Bayes est un modèle d’apprentissage automatique probabiliste. La

forme de probabilité est une extension de la théorie de probabilité conditionnelle citée dans
l’équation 1.4. On a deux formules de bayes :

?(�/�) = ?(�/�)?(�)
?(�) (1.12)

?(�8/�) =
?(�/�8) × ?(�8)∑
8 ?(�8/�)?(�8)

(1.13)

1.5.6 K plus proche voisin
K plus proche voisin (KPPV), est un algorithme utilisé pour la classification. Il est très

facile à utiliser et il donne des bons résultats. De plus, l’algorithme KPPV ne nécessite aucune
connaissance préalable concernant l’ensemble de données pour la classification. Il permet
d’effectuer une classification sur la base de la similarité. Comme son nom l’indique, pour la
classification d’un nouveau donné, il recherche les (k) donnés les plus proches. La procédure
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de classification dans cet algorithme commence par un ensemble de données constitué par
leurs attributs. l’algorithme KPPV calcule les (k) points de données les plus proches de lui
dans l’espace à (n) dimensions. Pour trouver les (k) points de données les plus proches,
diverses mesures de distance sont utilisées, par exemple les mesures citées dans l’équation
1.1

1.5.7 k-moyenne
Proposé par MacQueen et al. (1967), k-moyenne (k-mean) est la méthode la plus célèbre

d’analyse. Il s’agit d’un processus de regroupement des objets en classe uniforme, appelé
cluster, en fonction de similarité entre ces objets. Tout d’abord, choisissiez des points pour
représenter le cluster initial. Deuxièmement, rassembler les points d’échantillon restants à
leurs points conformément au critère de la distance minimale ( par exemple la on suivant les
formules 1.1). Puis nous obtiendrons la classification initiale, et si la classification est dérai-
sonnable, itérer de manière répétitive jusqu’à nous obtenons une classification raisonnable.

Algorihtme 3 Principe de l’algorithme k-moyenne
Input : D
Output : K centroïdes finaux
1. Sélectionnez le point K comme centroïdes initiaux
2.répéter

K points en affectant tous les points au centroïde le plus proche
Recalculer le centroïde de chaque cluster

jusqu’à
Le centroïde ne change pas

1.6 Approche d’apprentissage profonde
Le Deep Learning a connu un grand succès dans plusieurs applications d’apprentissage

automatique, telles que l’analyse d’images, l’exploration de texte ou la reconnaissance vocale.
Il est composé de représentations et de fonctionnalités à plusieurs niveaux dans des architec-
tures hiérarchiques. L’algorithme d’apprentissage profond peut être appliqué aux problèmes
de classification et de régression. Divers modèles d’apprentissage profond ont été présentés,
tels que le réseau de neurones convolutionnels, l’auto-encodeur empilé, le réseau de croyances
profondes et le réseau de neurones récurrent.

1.6.1 Réseau de propagation vers l’Avant
Les réseaux de perceptronsmulticouchesMLP (Multi Layer Perceptron), sont les modèles

d’apprentissage profond. Il s’agit d’une fonction d’approximation 5 . Ce modèle est appelé en
anglais feedforward neural network, car les informations transitent par la fonction évaluée à
partir de (x), par les calculs intermédiaires utilisés pour définir 5 , et finalement par la sortie
y. Ils sont généralement représentés par de nombreuses fonctions différentes. Le modèle est
associé à un graphique acyclique dirigé décrivant comment les fonctions sont composées. Par
exemple, nous pourrions avoir trois fonctions 5 1, 5 2 et 5 3 connectées en chaîne, pour former
y=f(x)= 5 3( 5 2( 5 1(G))))
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1.6.2 Réseau de neurones convolutifs

En anglais CNN (Convolutional neural network). Ils sont composés de trois couches,
une couche convolutionnelle (convolutional layer), une couche de mise en commun (pooling
layer) et une couche entièrement connectée (fully-connected layer) (Simonyan & Zisserman,
2014). Les réseaux de neurones convolutifs ou CNN, sont des types spécialisés de réseau
de neurones pour le traitement de données ayant une topologie de type grille connue. Les
exemples incluent les données de séries chronologiques, qui peuvent être considérées comme
un vecteur prenant des échantillons à intervalles de temps réguliers, et les données d’image
qui peut être considérée comme une matrice de pixels. Les réseaux convolutifs ont connu
un énorme succès dans les applications pratiques. Le nom de «réseau neuronal convolutif»
indique que le réseau utilise une opérationmathématique appelée convolution. La convolution
est un type d’opération linéaire spécialisé. Les réseaux sont simplement des réseaux de
neurones qui utilisent la convolution à la place de la multiplication matricielle générale dans
au moins une de leurs couches.

1.6.3 Réseau neuronal récurrent

Convient aux problèmes de données de séries chronologiques. Il apprend les caractéris-
tiques des données de série dans la mémoire dans l’entrée précédente (Graves, 2013). Le
fonctionnement de réseau décrit par l’équitation suivante :

� (4) = 5 (ℎ(4−1) , G (4−1);\) (1.14)

Où (H) est la couche cachée, la situation dans un état décrit par e, (x) la donnée et (\)
paramètre.

h

x

h(..) h(t-1) ht

x(t-1) xt

h(..)

f f

Figure 1.8 – Réseau neuronal récurent (Goodfellow et al., 2016)

1.6.4 Encodeur-Décodeur

Auto-encoder, composé d’empilement de plusieurs auto-encodeurs. Il a deux étages, un
étage de codage et un étage de décodage (Gehring et al., 2013). La première étape pour ap-
prendre une séquence et le décodage pour générer une séquence, alors le type d’apprentissage
est séquence à séquence.
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Figure 1.9 – Encodeur décodeur réseau de neurone (Cho et al., 2014)

1.6.5 Réseau de croyances profondes
Les réseaux de croyance, en anglais Deep belief network, sont des modèles génératifs

construits par plusieurs couches avec des variables latentes. Les machines Boltzmann res-
treintes sont un exemple de ces réseaux. Ils sont composés de couches visibles et cachées
(Larochelle et al., 2012).

1.6.6 Réseau génératif adversaire
Yann LeCun vu que le réseau génératif adversaire est une idée la plus intéressante dans

les 10 dernières années en Machine Learning (Campesato, 2020). Le principe de réseau
générative adversaire est l’estimation d’un modèle génératif en se basant sur entraînement
de deux modèles simultanément. Un modèle génératif qui estime la distribution de données
(G), et un modèle discriminant qui calcule de la provenait des données d’entraînement plutôt
que de (G). La procédure d’entraînement pour (G) est de maximiser la probabilité que (D)
faisant des erreurs. La fonction d’entraînement est une fonction MinMax qui calcule le coût
(Goodfellow et al., 2014) :

� (�) (\ (�) , \ (�)) = −1
2
EG∼?30C0 log(� (G)) − 1

2
EI∼30C0 log(1−� (� (G))) (1.15)

Les avantages de GAN (Generative Adversarial Network) sont :
— La capacité de traitement des données à grande échelle.
— Très efficace pour l’apprentissage par renforcement.
— Permettent aux Machines Learning de fonctionner avec des sorties multimodales.
— La génération de bons échantillons.

La figure 1.10 décrit le framework de cette approche :
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D (x) essaie d'être
près de 1

Fonction différentiable D
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Les données
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modèle

D essaie de faire
D (G (z)) près de 0,
G essaie de faire

D (G (z)) près de 1

Differentiable
function G

Bruit d'entrée z

Figure 1.10 – Réseau génératif adversaire framework (Goodfellow, 2016)

1.7 Optimisation d’apprentissage profond
L’optimisation d’apprentissage profond est la recherche de meilleure solution de modèle.

Formellement, il s’agit de trouver le paramètre (\) de telle sorte que la fonction de coût � (\)
est le minimum (Goodfellow, 2016).

� (\) = E(G,H)∼?̂30C0! ((G;\), H) (1.16)

Où (L) est la fonction de perte ; 5 (G;\) est la sortie prévue lorsque l’entrée est (x) ; et (?̂30C0)
est la distribution empirique.

1.7.1 Descente de gradient stochastique
L’algorithme de descente de gradient stochastique est le plus connu parmi les algorithmes

d’optimisation, dont la fonction objective décomposée en somme d’ensemble d’apprentis-
sages.

Algorihtme 4 Algorithme de descente de gradient stochastique (Goodfellow et al., 2016)
Input : n taux d’apprentissage, \ paramètre initiale, r le seuil de l’erreur minimal
Output : \
while (r < \) do

1.Échantillon d’un mini-lot d’exemples m de l’ensemble d’apprentissage tell que
{G1, ..., G<} et H8.

2.Calculer l’estimation du gradient. 6̂← 1
<
∇\

∑
8 ! 5 (G8;\), H8).

3.Mise à jour : \← \ − n 6̂
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Polyak (1964) a proposé la méthode des moments afin d’accélérer le taux d’apprentissage.
Formellement, le moment est une variable de rapidité (v) qui calcule le paramètre (\)
rapidement. L’algorithme de descente de gradient stochastique avecmoment est donné comme
suit :

Algorihtme 5 Algorithme descente de gradient stochastique avec moment
Input : n taux d’apprentissage, \ paramètre initiale, (r) le seuil de l’erreur minimal, rapiditéU
Output : \, rapidité v
while (r < \) do

1.Échantillon d’un mini-lot d’exemples m de l’ensemble d’apprentissage tell que
{G1, ..., G<} et H8.

2.Calculer l’estimation du gradient. 6̂← 1
<
∇\

∑
8 ! 5 (G8;\), H8).

3.Mise à jour : \← \ − n 6̂
4.Mise à jour : E← UE− n 6̂
5.Mise à jour : \ + E

1.7.2 Taux d’apprentissage adaptatif
Le principe d’adaptation de taux d’apprentissage est basé sur l’idée de Jacobs (1988)

dans son algorithme Delta Bar. Si la dérivée partielle de la perte, par rapport à un paramètre
de modèle donné, reste dans le même signe, alors le taux d’apprentissage devrait augmenter.
Si la dérivée partielle par rapport à ce paramètre a un changement significatif, alors le taux
d’apprentissage devrait diminuer. Cet algorithme est utile pour lot complet (full batch), autres
algorithmes AdaGrad et RMSProp sont appliqués surMini lot. L’algorithme AdaGrad change
le taux d’apprentissage par l’échelle inversement proportionnelle aux racines carrées de la
somme de toutes leurs valeurs historiques (Duchi et al., 2011).

Algorihtme 6 Descente de gradient stochastique avec taux d’apprentissage adaptatif
Input : n ,taux d’apprentissage, \ paramètre initiale,r le seuil minimal de l’erreur, f valeur

constante minimum
Output : \
1.Initialiser la variable d’accumulation de gradient l = 0
while (r < \) do

1.Échantillon d’un mini-lot d’exemples m de l’ensemble d’apprentissage tell que
{G1, ..., G<} et H8.

2.Calculer l’estimation du gradient. 6̂← 1
<
∇\

∑
8 ! 5 (G8;\), H8).

3.Accumuler un gradient carré :l← l+6 � 6
4.Mise à jour : 4\← n

f+
√
l
� 6

5.Mise a jour .\← \ +4\

1.8 Conclusion
Dans ce chapitre, nous avons présenté l’objectif principal de Data Mining est la modé-

lisation optimale des problèmes par l’utilisation de certains algorithmes en vue de résoudre
un problème lié aux divers champs d’applications et domaine scientifique, économique,
industrielle gouvernementale, etc.

En premier lieu, nous avons présenté les principaux concepts de Data Mining et leurs
relations avec les autres concepts, notamment la découverte de connaissance dans les bases de
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données et machine Learning. Nous avons donné la description formelle de DataMining dans
deux axes, données et apprentissage. Dans le premier axe, nous avons présenté les différents
types de données possibles tels que : vecteur, matrice et tenseur. Dans l’axe de l’apprentissage,
nous avons rappelé les algorithmes et les différentes stratégies pour l’estimation de modèle
tel que l’arbre de décision, Bagging, Boosting, etc. Ensuite, nous avons fait un rappel général
de principales connaissances d’apprentissage profond, tel que le réseau de convolution et
récurrent. Enfin, nous avons clôturé le chapitre par les algorithmes d’optimisation. Le prochain
chapitre est consacré pour le Big data.

23



Chapitre 2

Big Data

Sommaire
2.1 Introduction . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 25
2.2 Concepts de Base de Big Data . . . . . . . . . . . . . . . . . . . . . . . 25

2.2.1 Définition . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 25
2.2.2 XV de Big Data . . . . . . . . . . . . . . . . . . . . . . . . . . . 25

2.3 Écosystème Big data . . . . . . . . . . . . . . . . . . . . . . . . . . . . 27
2.3.1 Hadoop . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 27
2.3.2 Apach Spark . . . . . . . . . . . . . . . . . . . . . . . . . . . . 29
2.3.3 Hive . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 30
2.3.4 Pig . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 30
2.3.5 Flum . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 30
2.3.6 Sqoop . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 31
2.3.7 Oozie . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 31
2.3.8 Mahout . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 31
2.3.9 Apache Tez . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 31
2.3.10 Flink . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 31
2.3.11 Storm . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 31
2.3.12 Casandra . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 32
2.3.13 Kafka . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 32
2.3.14 Zookeeper . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 32

2.4 Architecture du Big Data . . . . . . . . . . . . . . . . . . . . . . . . . 32
2.4.1 Spécification des besoins pour l’architecture du Big Data . . . . . 33

2.5 Classification d’architecture Big Data . . . . . . . . . . . . . . . . . . 33
2.5.1 Architecture Générale . . . . . . . . . . . . . . . . . . . . . . . 35
2.5.2 Architecture référentielle . . . . . . . . . . . . . . . . . . . . . . 35
2.5.3 Architecture orientée application . . . . . . . . . . . . . . . . . . 40
2.5.4 Cloud Computing pour l’architecture de Big Data . . . . . . . . . 48

2.6 Contribution de Big Data . . . . . . . . . . . . . . . . . . . . . . . . . 49
2.7 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 52

24



CHAPITRE 2. BIG DATA

2.1 Introduction
Au cours de ces dernières années, la croissance de données est rapide à cause de la

nécessité d’échange de l’information entre les utilisateurs. Par exemple, dans les réseaux
sociaux, le nombre de textes saisis, les vidéos téléchargés, etc., est très élevé. En outre, les
senseurs de technologie d’internet des objets qui acquiert les données en temps réel et les
appareils mobiles. Le nombre des objets connecté prévu en 2025 est environ de 32,6 millions
d’objets et 50 millions en 2030 (Statista1, 2019). Facebook génère 4 pétaoctets de données
par jour (Kinsta, 2020). Le traitement de ces données est devenu complexe et coûteux. De
plus, ils nécessitent des nouveaux algorithmes qui traitent des grandes masses de données
pour construire un modèle. Les sources de données sont multiples en temps réel et la quantité
de données qui nous entoure augmente de façon exponentielle. Pour répondre aux nouvelles
exigences des systèmes, le concept de Big Data est apparu dans le but de création d’une
cadre théorique permettant de répondre aux nouvelles spécifications des systèmes d’une
façon crédible, équitable, efficace et économique. Dans ce chapitre, nous allons présenter les
concepts relatifs au Big Data. Nous commençons par les concepts de base de Big Data. En
deuxième lieu, nous présentons différentes architectures et ces classifications. Enfin, nous
terminerons par quelques contributions sur les systèmes Big Data.

2.2 Concepts de Base de Big Data
2.2.1 Définition

Dans la littérature, diverses définitions de Big Data sont proposées. Kim et al. (2014)
définirent le Big Data par l’énorme volume données collectées à partir d’une grande variété
de sources et qui sont trop importantes, brutes ou non structurées pour être analysées par les
techniques de base de données conventionnelles. D’autres chercheurs définit le Big Data en
termes d’outils, des processus et des procédures qui permettent à une organisation de créer,
de manipuler, gérer, installer et stoker une grande quantité de données (Yin et al., 2013).

2.2.2 XV de Big Data
Afin de décrire les caractéristiques de Big Data, les chercheurs utilisent l’acronyme 3V

d’autres utilisent 5V ou 6V. Les caractéristiques XV sont des propriétés des données pour être
Big Data : Volume (Assunção et al., 2015; El Kassabi et al., 2018; Uddin et al., 2014), Variété
(Assunção et al., 2015; El Kassabi et al., 2018; Uddin et al., 2014), Vitesse (Assunção et al.,
2015; El Kassabi et al., 2018; Uddin et al., 2014), Véracité(Assunção et al., 2015; El Kassabi
et al., 2018; Uddin et al., 2014), Volatilité (Uddin et al., 2014), Valeur(Assunção et al., 2015;
Uddin et al., 2014)

— Volume : la quantité massive de données générées par les utilisateurs, les capteurs, les
réseaux, les interactions humaines et les médias sociaux.

— Variété : les données varient en fonction de leur type qui peut être structuré, semi-
structurées ou non structurées. Les données structurées sont des données simple à
traiter et à manipulée caractérisées par un type prédéfini, par exemple le cas de base
de données avec le langage SQL. Les données non structurées, sont les données les
plus existés dans les systèmes Big Data, dont les données ne suivirent aucune structure
prédéfinie. Ils peuvent être, une publication, commentaire écrit par un facebookeur ou
un message instantané sous une application de messagerie. La non-structuration de
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données fait une grande difficulté au niveau du traitement de données et par conséquent
au niveau d’exploitation de données.Au-delà des données structurées et non structurées,
il existe une troisième catégorie, qui est essentiellement le mélange des deux. Le type de
données défini comme des données semi-structurées présente certaines caractéristiques
déterminantes ou cohérentes, mais ne se conforme pas à une structure aussi stricte que
ce que l’on pourrait, attendre d’une base de données relationnelle. Par conséquent, il
existe certaines propriétés organisationnelles telles que des balises sémantiques ou des
métadonnées pour faciliter l’organisation, mais les données restent fluides.

Type	de	doonées

Structuré
Shema	et		modèle
de	données	formel		

semi	structuré
manque	de	modèle
de	données	strict	

Non	Structuré
Aucune	strucrure	de

données

Figure 2.1 – Types de données

— Vélocité : c’est la vitesse de génération des données. Par exemple la génération des
données en temps réel des senseurs des climats, la génération des données dans les
réseaux sociaux et l’utilisation des appareils mobiles par les utilisateurs.

Vitesse

Temps
instantané	:	à
petit	intervalle	de

temps

Lot	
Intervalle	de	temps

Temps	réel	
temps	continu	

Flux
Flux	de	temps

Figure 2.2 – Vitesse de données

— Véracité : c’est la capacité d’évaluer l’exactitude et la précision des données, dont le
contexte de prise de décision.

— Volatilité : la volatilité indique la durée pendant laquelle les données resteront valables
et méritent d’être stockées.

— Valeur : décrit comment une entreprise exploite les données. Par exemple si elles
permettent de mieux comprendre les clients, de cibler en conséquence, d’optimiser les
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processus et d’améliorer les performances des machines ou de l’entreprise, comprendre
le potentiel, ainsi que les caractéristiques les plus difficiles.

Big	Data

Variété		
Type	de	données

Valeur	
dérivée	de

l'exploitation	des

données

Volume	
Taille	des	données

Volatilité	
Temps	de	validité	de

donneés

Vélocité	
Vitesse	de

production	et	de

traitement	des

données

Véracité	:
fiabilité	des	données

et	confiance

Figure 2.3 – 6 V Big data

2.3 Écosystème Big data
Plusieurs travaux dans l’industrie développent des systèmes Big Data. Dans cette section,

nous présentons les systèmes Big Data , et les fameux écosystèmes et les servies Hadoop,
Apach Spark, Hive, Pig, Flum, Sqoop, Oozi, Mahout, Tez, Flink, Storm, Casandra, Kafka et
Zookepeer.

2.3.1 Hadoop
Apache Hadoop (High-availability distributed object-oriented platform ), est une plate-

forme Java qui permet le stockage, la gestion et le traitement des Big Data. Il s’agit d’un
serveur apache fournie un environnement de calcul distribué. Hadoop est devenu une véritable
plate-forme de stockage, de traitement et de gestion de centaines de téraoctets et même des
pétaoctets de données. Les composants deHadoop sont : les fichiersHDFS (Hadoop ditributed
file system), Job Tracker/Task Tracker, le paradigm Map Reduce, Hadoop YARN et Appach
Spark.

HBASEHDFS

YARN

MapReduce Spark Strom

HivePigGraphXMahout;MLlib Kafka,Sqoop,Flum

Zookeeper Oozie

Figure 2.4 – Les composantes d’Hadoop (White, 2012; Landset et al., 2015)
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2.3.1.1 Les fichiers HDFS

Le HDFS est un système de fichiers distribué et évolutif conçu pour stocker une grande
quantité de données dans des serveurs/clusters distribués. Le HDFS partition les données en
petits blocs de données (la taille de bloc par défaut est de 64 Mo) et distribue les blocs de
données sur son cluster.

— Nœud de nom (Name Node) : il assure la gestion de toutes les métadonnées du système
de fichiers et manipule le fonctionnement de l’espace de noms du système de fichiers,
il est le responsable des réplications en blocs (Shvachko et al., 2010; Mackey et al.,
2009).

— Nœud de données ( Data node ) : les fichiers sont divisés en blocs de taille fixe et stockés
sur des nœuds de données. Les blocs de données sont répliqués pour la tolérance aux
fautes et l’accès rapide, les nœuds de données, de temps en temps envoient desmessages
au nœud du nom (Lam, 2010; Mackey et al., 2009)

Figure 2.5 – Les composantes du fichier HDFS (Borthakur et al., 2008)

2.3.1.2 Job Tracker/Task Tracker

Job Tracker communique le nom du nœud pour déterminer l’emplacement des données.
Le JobTracker, responsable du plan d’exécution de chaque tâche, surveille l’exécution des
tâches. En cas d’échec ou de succès d’une tâche, le JobTracker utilise d’autres nœuds pour
achever toutes les tâches (Lam, 2010; Martha et al., 2013). Le TaskTracker est responsable
de l’exécution de chaque tâche, il communique avec le JobTracker par message pour assurer
l’exécution Map Reduce (Perera, 2013).

2.3.1.3 Le paradigme Map Reduce

Les primitives Map et Reduce (Dean & Ghemawat, 2010) mettent en œuvre un traitement
parallèle. Elles se composent de deux fonctions, Map et Reduce. La fonction Map prend
un ensemble de données et le convertit en un autre ensemble de données, elle prend une
paire de clés (key, pair) et émet (key, pair) dans la fonction Reduce. La fonction Reduce
est constituée d’un maître appelé Jobtracker, et d’un ensemble d’esclaves serveur appelé
TaskTracker (Martha et al., 2013; Shafer et al., 2010).
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Figure 2.6 – Hadoop MapReduce (Borthakur et al., 2008)

2.3.1.4 Hadoop YARN

Hadoop (YARN Yet Another Ressource Negotiator). Il est utilisé essentiellement pour
séparer les composants de traitement et le processus de gestion des ressources. YARN
fournir une plate-forme avantageuse pour les applications qui ne nécessite pas des tâches.
MapReduce(Vavilapalli et al., 2013).

2.3.2 Apach Spark

Apache Spark est un framework de cluster de calcule open source pour le traitement
des données en temps réel. La principale caractéristique d’Apache Spark est son calcul en
mémoire qui augmente la vitesse de traitement d’une application. Spark fournit une interface
pour la programmation distribuée entière avec parallélisme des données implicites et tolérance
aux pannes. Il permet de répondre aux exigences des applications par lots, les algorithmes
itératifs, les requêtes interactives et en streaming. Les avantages de spark sont : la vitesse,
le déploiement et le temps réel. Appach Spark est basé sur deux abstractions : ensemble
de données distribuées RDD (Resilient Distributed Datasets) et Graphique acyclique dirigé
DAG (Directed Acyclic Graph). RDD est la représentation de données et DAG est un graphe
représente un ensemble de sommets et d’arêtes, où les sommets représentent les RDD et
les arêtes représentent l’opération à appliquer sur les RDD. Les principaux composants de
l’architecture de Spark sont :

— Le contexte de Sparc (Sparc contex) : est l’abstraction qui encapsule le cluster pour le
nœud du pilot.

— Les gestionnaires de cluster (Cluster Manager) : allouent des ressources dans toutes les
applications.

— Nœud de travail (Worker node) : gèrent les ressources dans une seule machine esclave
et communique avec Cluster manager.

— Executeur (Executors) : sont les processus qui peuvent accomplir des tâches.

29



CHAPITRE 2. BIG DATA

Figure 2.7 – Architecture du Spark (Karau et al., 2015)

Spark constitue un environnement pour l’interaction avec les composantes suivantes :

— Spark Streaming : est la composante de Spark qui est utilisée pour traiter les données
de streaming en temps réel. Il permet un traitement à haut débit et tolérant aux pannes
des flux de données en temps réel.

— Spark SQL : est lemodule intègre le traitement relationnel avec l’API de programmation
fonctionnelle de Spark. Leur rôle est l’interrogation des données via SQL.

— GraphX : l’API Spark pour les graphes et le calcul parallèle de graphes.
— MLlib : Une bibliothèque source libre qui offre aux utilisateurs le développement

d’ensemble des machines learning par Scala R ou Python. MLlib est exécute les
applications de machine learning plus rapide que Mahout.

— SparkR : Fournit une interface de programmation par le langage R.

2.3.3 Hive
Hive est un SQL like interface pour Hadoop. Hive permet la création, la mise à jour et la

suppression de Big Data. En autre il fournit un moyen d’interrogation des grandes masses de
données . Hive fonctionne sous le paradigme deMap reduce (Thusoo et al., 2010b). Plusieurs
entreprises utilisent Hive comme Facebook, Netflix et amazon.

2.3.4 Pig
Crée par Yahoo, Pig est un langage d’interrogation déclaratif de haut niveau comme le

langage SQL. Pig exécuté des programmes Map Reduce et utilise Pig latin langage sous
Hadoop système (Swarna & Ansari, 2017).

2.3.5 Flum
Un système à base d’agent fiable, de collection, d’agrégation et capable de transférer

efficacement de grandes quantités de données de journaux (logs) provenant de nombreuses
sources différentes vers un entrepôt de données centralisé. L’un des avantages de Flum est que
ses données sont saisies et stockées en temps réel dans HBase pour être traitées. Flum utilisé
pour la collection de données des réseaux sociaux Facebook, Twitter et le site du commerce
électronique (Hoffman, 2013)
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2.3.6 Sqoop
L’abréviation de deux mots en anglais "Sq" de Sql et "oop" de Hadoop. Un outil d’impor-

tation et d’exportation des grandes masses de données entre bases de données relationnelles
et les fichiers distribués d’Hadoop. Sqoop utilise les connections java de base de données
JDBC et l’interpréteur ligne de commande interface. Sqoop support le parallélisme entre
cluster et les tâches Map réduce (Ting & Cecho, 2013)

2.3.7 Oozie
Un système de planification pour gérer l’ensemble d’application des utilisateurs (Job)

dans un système distribué. Les applications peuvent être planifiées sous la forme de séquence
des tâches. Deux ou plusieurs tâches peuvent également être programmées pour s’exécuter
parallèlement les unes aux autres. Il s’agit d’un système évolutif, fiable et extensible (Islam
et al., 2012).

2.3.8 Mahout
Mahout est une extension de bibliothèque performant pour Machine Learning dans les

systèmes distribués utilise les langages Scala, R et Python. La version actuelle Samsara,
fournit un environnement mathématique, tel que l’algèbre linaire, statistique et analyse en
composants principale. Mahout utilisé pour les problèmes de classification et les systèmes de
recommandation dans les systèmes distribués. Mahout fournit des services complets s’adapte
aux MapReduce et Apache Spark (Owen, 2012).

2.3.9 Apache Tez
Apache Tez est un moteur de traitement Hadoop YARN, qui permet des requêtes interac-

tives. Apache Tez simplifie le codage des flux de travail centrés sur les données et améliore
les performances du traitement MapReduce de Big Data pour les applications basées sur
Apache Hive, Apache Pig ou l’apprentissage machine (Requeno et al., 2018).

2.3.10 Flink
Un api pour les applications streaming, il est conçu pour résoudre le problème de mini

lot de Spark streaming. Flink supporte les applications en Scala et Java. Tous les Flink
application traitée comme des stream application, le traitement de tâche est effectué par le
graphe acyclique dirigé (Akil et al., 2017).

2.3.11 Storm
Storm est une plate forme à source libre évolutive et tolérante aux pannes traitées de

manière fiable des flux de données illimités en streaming et en temps réel. Storm fournit
des applications distribuées en temps réel. Les composantes de base Storm sont les Spout et
les Blots. Les Spots représentent la source des données dans Storm. Le développeur écrire
des Spouts pour lire les données à partir de sources de données telles que des bases de
données, des systèmes de fichiers distribués, messagerie, etc. Les Spout peuvent être classés
en plusieurs catégories. Bolt c’est l’unité logique de traitement dans Storm. On peut utiliser
les Bolts pour effectuer tout type de traitement, comme le filtrage, l’agrégation, l’assemblage,
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l’interaction avec les données, la communication avec des systèmes externes, etc (v. d. Veen
et al., 2015)

Figure 2.8 – Architecture du Strom (Jain, 2017)

2.3.12 Casandra
Casandra est une base de données avec architecture peer-to-peer distribuée NoSql fonc-

tionne dans des clusters avec des nœuds homogènes. Les avantages de Casandra son évolutif
élastique, haute disponibilité et tolérance aux pannes haute performance (Hewitt, 2010).

2.3.13 Kafka
Kafka est un framework distribué et open source écrit en Scala et Java. Kafka est développé

par LinKedIn en 2010. Le but est de gérer le service de messagerie de la manière la plus
souple et efficace. Kafka est couramment utilisé pour la collection des fichiers logs (Garg,
2013).

2.3.14 Zookeeper
Zookeeper est un logiciel de haut niveau, développé par Apache, qui agit comme un

service centralisé. Il est utilisé pour maintenir les données de nommage et de configuration et
pour fournir une synchronisation flexible et robuste au sein des systèmes distribués. Zookeeper
garde une trace de l’état des nœuds du cluster Kafka et garde également une trace des sujets
Kafka, des partitions, etc. Zookeeper permet à plusieurs clients d’effectuer des lectures et des
écritures simultanées et agit comme un service de configuration partagé au sein du système.
Le protocole de diffusion atomique Zookeeper est le cerveau de l’ensemble du système, ce
qui permet à Zookeeper d’agir comme un système de diffusion atomique et d’effectuer des
mises à jour régulières (Hunt et al., 2010).

2.4 Architecture du Big Data
De nombreux chercheurs sont intéressés par Big Data, dont le but est la proposition

des architectures et éclairer l’ensemble des composants et les concepts pour faciliter son
implémentions. Les questions fondamentales que nous posons sont :

— Pourquoi l’architecture du Big Data?

— Quels sont les composants de ces architectures?

— Quelles sont les différentes classifications de ces architectures?
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2.4.1 Spécification des besoins pour l’architecture du Big Data
La conception d’un Framework conceptuel pour l’architecture Big Data est différente de

celles des architectures des données classiques. Krishnan (2013), cite l’ensemble des besoins
pour la conception de l’architecture du Big Data par :

1. Volume :
— La taille des données à traiter est large ; elle doit être divisée en blocs gérables.
— Les données doivent être traitées en parallèle sur plusieurs systèmes.
— Les données doivent être traitées simultanément sur plusieurs modules de pro-

gramme.
— En raison des volumes, les données doivent être traitées une seule fois et être

traitées jusqu’au bout.
— Les données doivent être traitées à partir de n’importe quel point de défaillance,

car il est extrêmement coûteux de redémarrer dès débuts du processus.
2. Vélocité :

— Les données doivent être traitées à des vitesses en streaming pendant la collecte
des données.

— Les données doivent être traitées pour plusieurs points d’acquisition.
3. Variété :

— Les données de différents formats doivent être traitées.
— Les données de différents types doivent être traitées.
— Les données des différentes structures doivent être traitées.
— Les données des différentes régions doivent être traitées.

4. Ambiguïté :
— Les Big Data sont par nature ambiguës en raison du manque de métadonnées et

de contexte pertinents dans de nombreux cas.
5. Complexité :

— La complexité du Big Data nécessite l’utilisation de nombreux algorithmes pour
traiter les données rapidement et efficacement.

— Plusieurs types de données nécessitent un traitement multiple.

2.5 Classification d’architecture Big Data
Avant de définir notre classification, nous devons tout d’abord établir la compréhension

de l’architecture. La littérature scientifique offre plusieurs définitions pour décrire ce dernier
terme. Certaines définitions les plus répandues sont adoptées aux définitions suivantes : Gar-
lan&Perry (1995) défini comme structure des composantes d’un programme et système, leurs
interrelations, et les principes lignes et directrices régissant leur conception et leur évolution
dans le temps. Jen & Lee (2000) ont vu l’architecture comme une organisation fondamentale
d’un système constitué de ses composantes, de leurs relations entre elles avec l’environne-
ment et des principes qui guident sa conception et son évolution. Ces définitions décrivent
l’architecture comme structure. Cette structure est formée des composants ou d’éléments et
des relations ou connecteurs entre eux. Dans la littérature scientifique de nombreux travaux
de recherche sont proposés. Nous faisons une classification des architectures : architecture
générale, architecture référentielle, architecture orientée application et architecture basée sur
le Cloud Computing.
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— Architecture générale : les architectures générales sont des architectures dont leur but
est la proposition d’une architecture sans poser la question des vocabulaires et concept
commun pour tous les problèmes qu’on a besoin des architectures du Big Data.

— Architecture référentielle : l’architecture référentielle peut faciliter la création d’ar-
chitectures concrètes et améliorer la compréhension de la vision globale en incluant
des fonctionnalités et des flux de données typiques dans les systèmes Big Data. Une
architecture de référence est également utile pour analyser les systèmes Big Data exis-
tants, en fournissant la base de classification des processus d’analyse des données
et technologies. La catégorisation des processus, des technologies et des services en
groupes facilite encore la prise de décision concernant la réalisation des processus et
des fonctionnalités du système. Une architecture de référence assure l’interopérabi-
lité des systèmes par la normalisation. Elle facilite ainsi l’instanciation de nouvelles
architectures concrètes (Angelov et al., 2012).

— Architecture orientée application : l’objective de ce type d’architecture est la proposi-
tion d’une architecture pour une application, par exemple Big Data pour les maisons
intelligentes, Big Data pour le transport, Big Data pour la santé, etc. De plus les concep-
teurs d’architecture Big Data peut résoudre d’autres problèmes comme la sémantique
de Big Data ou les Big Data dans les réseaux sociaux.

— Big data pour le Cloud computing : les architectures intègrent le Cloud computing. Il
offre les servies de Cloud, softwre as service, plateforme as service et infrastructure as
service.

Big Data Architecture

Architecture 
générale

Architecture
referentielle

Architecture
orientée

application
Architecture basé

Cloud

Figure 2.9 – Classification des architectures Big Data

Il existe des relations entre ces classes de telle sorte que le concepteur de Big Data suivait un
processus séquentiel pour construire une architecture Big Data . Nous proposons le processus
décrit dans la figure ci-dessous 2.10 pour la conception des architectures Big Data .

Problème

Architecture référentielle

Combiner l'architecture
référentielle avec une

application 
Architecture orientée

application avec Cloud
Architecture orientée

application 

Ville intelligente,Smart
transport,Social

media,sematique

Ville intelligente,Smart
transport,Social

media,sematique

Figure 2.10 – Processus méthodologique pour la construction de l’architecture Big Data
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2.5.1 Architecture Générale
2.5.1.1 Anthony & Arjuna (2011)

LexisNexis a proposé une architecture traite l’agrégation de données et des services
d’information. Cette architecture développé et mis en œuvre de manière indépendante une
solution de calcul intensif de données appeléeHPCC (High-PerformanceComputingCluster),
qui était à l’origine appelée DAS (Data Analytics Supercomputer ). La vision de LexisNexis
pour ce calculateur est basé sur les composants suivantes : contenu structuré et non structuré,
super calculateur pour analyser les données, application de l’analyse. L’architecture met
principalement en œuvre deux environnements de traitement en cluster distincts : l’un pour
l’extraction des données, appelé Thor, l’autre pour la livraison des données, appelé Roxie.
— Thor : le cluster du système Thor est mis en œuvre selon une approche maître/esclave

avec un seul processus maître et plusieurs esclaves qui fournissent un environnement
d’exécution parallèle pour les programmes codés .Un cluster Thor est similaire dans sa
fonction, son environnement d’exécution, son système de fichiers et ses capacités à ceux
de Google et Hadoop MapReduce, mais offre des performances nettement supérieures
dans les configurations matérielles.

— Roxie : est un acronyme pour Rapid Online XML Inquiry Engine. Roxie utilise un
système de fichiers indexés et distribués pour permettre le traitement parallèle des
requêtes. Un cluster Roxie est similaire dans sa fonction au Hadoop avec l’ajout des
capacités HBase et Hive. Il offre un débit nettement plus élevé puisqu’il utilise un
environnement d’exécution, et un système de fichiers plus optimisé pour un traitement
en ligne à haute performance en exécutant plusieurs requêtes en parallèle. Les deux
clusters Thor et Roxie utilisent le même langage de programmation déclaratif de haut
niveau et implicitement parallèle centré sur les données pour le traitement de données
parallèle, appelé ECL (Enterprise Control Language).

Textdonnées semi structuré
Non Structure 

Extraction ( Extration
Tranformation

loading)

Cencurence en temp
reel ( Cencurent real

time delivery )

Resultat de Queries

Développeur ECL

Figure 2.11 – Cluster de calcul haute performance (Anthony & Arjuna, 2011)

2.5.2 Architecture référentielle
2.5.2.1 Architecture de Demchenko

Demchenko et al. (2014) Définit des composants d’architecture Big Data écosystème.
L’auteur a traité le changement de paradigme, qui consiste à passer d’une architecture tradi-
tionnelle basée sur les hôtes vers les services à une architecture et des modèles opérationnels
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centrés sur les Big Data. Demchenko et al. (2014) cité tous les aspects du Big Data écosys-
tème. Les éléments de Big Data comprennent : structures et modèles de données, gestion de
cycle de vie Big Data, outils d’analyse de Big data, sécurité de Big Data, infrastructure Big
Data.
— Modèles et structures de données : les différentes étapes de la transformation des Big

Data nécessiteront des structures, des modèles et des formats de données différents, y
compris la possibilité de traiter à la fois des données structurées et non structurées.

— Gestion de cycle de vie Big data : se reflète dans le modèle de gestion du cycle de
vie de Big Data : la collection de données, filtrage de données, analyse de données,
visualisation de données.

— Outils d’analyse des Big Data : les outils d’analyse pour le Big Data par exemple, Map
reduce MLlib.

— Sécurité des données : cadre de sécurité des données avec un accent particulier sur
les données centrées qui devraient permettre un stockage, un transfert et un traitement
sécurisés des données dans une infrastructure de stockage et de traitement des données
distribuées.

— Infrastructure de Big Data : comprend l’infrastructure générale de gestion des données,
généralement basée sur le cloud, et la partie analyse de Big Data qui nécessitera des
clusters de calcul haute performance, qui à leur tour nécessiteront un réseau haut.
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Figure 2.12 – Composantes fonctionnelles générales de Big Data (Demchenko et al., 2014)

2.5.2.2 Architecture de Levin

Les composants principaux de Big Data sont : la source de données, transformation des
données, infrastructure de données et l’utilisation des données (Levin, 2013).
— Source de données : la source de collection de données.
— Transformation des données : au fur et à mesure que les données se propagent dans

l’écosystème, elles sont traitées et transformées de différentes manières afin d’extraire
la valeur de l’information.

— Infrastructure de Big Data : est un ensemble de logiciels de stockage ou de base de
données, de serveurs, de stockage et demise en réseau utilisé pour soutenir les fonctions
de transformation des données et pour le stockage des données selon les besoins.
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— Utilisation de données : fournies sous différents formats, avec une granularité différente
et sous différentes considérations de sécurité.
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Figure 2.13 – Architecture référentielle de Levin (Levin, 2013)

2.5.2.3 Architecture de Supriya

Supriya et ses collaborateurs (Supriya et al., 2016), ont résumé les architectures propo-
sées par les organismes de normalisation disponible dans la littérature (Chang et al., 2015;
Alliance, 2012). Les auteurs proposées l’architecture dont les composantes sont les suivants :
— Source des données : les données qui proviennent d’une source hétérogène comme,

système de gestion des données, dispositifs intelligents, etc. Les données de types
semi-structurée, non structurées. Ces données peuvent varier en termes de format et
d’origine. Ces données sont rassemblées dans un système de fichiers appelé Landing
zone. En outre, ces fichiers sont séparés dans des sous-répertoires en fonction du type de
données. Toutes les modifications apportées aux fichiers, comme le nom et l’extension,
peuvent être effectuées dans cette couche.

— Couche de messagerie et stockage de données : dans cette couche, les données col-
lectées sont séparées et chargées sur la base des métadonnées et préparées pour la
transformation qui se fait avec différents composants tels que :
— L’acquisition des données : acquièrent des données provenant de diverses sources.
— Messagerie de données et stockage : cette composante doit pouvoir déterminer

si les données doivent envoyer par message avant de pouvoir être stockées ou les
données peuvent être directement envoyées à la couche d’analyse.

— Digest de données : ce composant est chargé d’envoyer les données dans le
format nécessaire pour atteindre l’objectif de l’analyse. Les données chargées
sont transformées en plus petits morceaux de fichiers. Un catalogue des dos-
siers est préparé et les métadonnées sont traitées. Cette étape est basée sur les
besoins de l’utilisateur et du traitement. Les données peuvent être partitionnées
horizontalement ou verticalement.

— Stockage de données distribuées : ce composant est responsable de stockage des
données à partir de sources de données. Souvent, plusieurs options de stockage
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de données sont disponibles dans cette couche telle que le stockage de fichiers
distribués (DFS), le cloud, les sources de données structurées, et NoSQL.

— Couche d’analyse : Les données sont transformées sur la base des règles commerciales
requises. Cette couche a de multiples composantes à exécuter qui sont :
— Identification de l’entité : cette composante est chargée d’identifier et de remplir

les entités contextuelles. Le composant recueil de données doit compléter ce
composant d’identification des entités en envoyant les données dans le format
requis.

— Moteur d’analyse : ce composant peut avoir divers flux de travail, algorithmes et
outils qui prennent en charge le traitement parallèle.

— Gestion des modèles : ce composant est le responsable de la maintenance, de
la vérification et la validation des différents modèles statistiques en les formant
pour qu’ils soient plus précis.

— Couche de consommation : Dans cette couche, l’ensemble de données qui en résulte
peut-être utilisé pour des traitements ultérieurs tels que l’analyse, la production de
rapports, l’entreposage, l’intégration et la visualisation. Toutes ces couches peuvent
être représentées à partir de l’architecture générale outre ces principales couches de
traitement, les données volumineuses peuvent également avoir certains des protocoles
définissant des fonctions telles que la sécurité, la confidentialité, la gouvernance des
données, etc.
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Figure 2.14 – Architecture référentielle de Supriya (Supriya et al., 2016)
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2.5.2.4 Architecture de Sang

Sang et ses collaborateurs (Sang et al., 2016) ont proposés une architecture référentielle
pour Big Data système. Cette architecture couvre tous les aspects et les processus de Big data
dont l’objectif est de combler les insuffisantes des architectures Big data et enrichir le niveau
d’abstraction de la conception. Sang et al. (2016) devisés les architectures Big data en cinq
éléments fondamentaux, la source de données, collection de données, analyse et agrégation
de données, interface et visualisation, spécification de modèle et Job avec :
— La source de données : se réfère à la source originale des données collectées.
— Collection de données : la collecte de données à partir de multiples sources.
— L’analyse et agrégation des données : se réfèrent aux tâches et aux processus d’analyse

de données, tandis que l’agrégation se réfère au stockage de données, y compris les
données multidimensionnelles qui stockent les résultats de l’analyse.

— Interface et visualisation : ils représentent les utilisateurs finaux ainsi que des applica-
tions telles que les tableaux de bord.

— Spécification du modèle : cela couvre les modèles d’entraînement, les spécifications et
la programmation des Jobs avec leurs procédures de stockages.
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Figure 2.15 – Architecture référentielle de Sang (Sang et al., 2016)

2.5.2.5 Architecture de Pääkkönen et Pakkala

Pääkkönen & Pakkala (2015) proposés une architecture référentielle pour le Big Data.
Les composons de cette architecture sont, source de données, extraction de données, prétrai-
tement du chargement des données, traitement de données, analyse de données, chargement
et transformation de données et interfaçage et visualisation.
— Source de données : ce composant est le responsable des sources des données qui peut

être structuré, semi-structuré ou non structuré. Les données en relation avec la vitesse
de génération sont en temps réel, lot, flux ou instantané.

— Extraction de données : l’extraction de données est le mécanisme de l’extraction de
données depuis une source de données vers le système Big Data par exemple, dans
le cas de temps réel d’un senseur internet d’objet le Big Data doit être capable de
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l’extraction de données en temps réel. Le système Big Data fournit un mécanisme qui
permet de sauvegarder les données temporairement ou de le chargé et sauvegardé dans
un trame de données.

— Prétraitement du chargement des données : les données transformées sous la forme
interprétable par la machine comme fichier CSV, base de données.

— Traitement de données : les données peuvent combiner, filtrer oumettre une réplication.
— Analyse de données : ces l’ensemble de composants responsables au processus d’ana-

lyse et extraction de connaissance de Big Data.
— Chargement et transformation de données : un ensemble de fonctions et de services

fournis par le système par exemple le service OLAP (On line Analytic Application)
serve un moyen d’analyse pour les utilisateurs de système.

— Interface et visualisation : c’est le composant visible par les utilisateurs de système,
par exemple le tableau de bord, et les applications des utilisateurs.
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Figure 2.16 – Architecture référentielle de Pääkkönen et Pakkala (Pääkkönen & Pakkala, 2015)

2.5.3 Architecture orientée application
2.5.3.1 Architecture SCDAP d’une ville intelligente

Osman (2019) a proposé une architecture Big Data pour les villes intelligentes appe-
lées SCDAP (Smart City Data Analytics Panel). SCDAP est une architecture à 3 couches
comprenant : la couche plate-forme, la couche sécurité et la couche de traitement de données.
— Couche plate-forme : est une plate-forme horizontalement extensible comprenant des

clusters de matériel, des systèmes d’exploitation et des protocoles de communication.
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Dans les plates-formes horizontalement évolutives, des nœuds de calcul supplémen-
taires peuvent être ajoutés selon les besoins.

— Couche sécurité : les mesures de sécurité suivantes doivent être respectées lors de la
conception physique, en particulier pour les analyses critiques :

— Un accès restreint au cadre devrait être accordé pour les données critiques et
sensibles.

— Authentification de l’utilisateur à plusieurs niveaux.

— Un journal d’audit complet doit être tenu pour les opérations importantes.

— Couche de traitement de données : il s’agit du mécanisme central de traitement de
données qui fournit toutes les fonctionnalités de traitement de données à partir de l’ac-
quisition des données à l’extraction des connaissances. Cette couche prend en charge à
la fois le traitement de données en temps réel et des données historiques respectivement.
En outre, cette couche fournit deux fonctionnalités importantes qui distinguent le SC-
DAP, à savoir gestionnaire de modèle et agrégation de modèles lorsqu’ils sont extraits
les modèles de données peuvent être gérés et agrégés, respectivement. De manière
générale, les composantes de cette couche sont résumées comme suit :

— Acquisition de données : la principale composante de la saisie de données prove-
nant du monde extérieur. Elle se caractérise par l’évolutivité, l’interopérabilité.
L’extensibilité et la capacité à s’adapter dynamiquement au nombre croissant de
données, l’interopérabilité est la capacité d’interagir avec des types hétérogènes.

— Prétraitement des données : fournit des fonctionnalités de nettoyage, de transfor-
mation et d’intégration des données d’entrée. Cette composante est responsable
de la transformation des données d’entrée en format prêt pour l’analyse.

— Analyse en ligne : capacité à effectuer le traitement des données en streaming
pour des applications.

— Analyse en temps réel : capacité à traiter des données en temps réel. Les appli-
cations en temps réel sont des applications qui fonctionnent dans des délais que
l’utilisateur perçoit comme immédiats ou actuels.

— Dépôt de données par lots : système de gestion du stockage de données, comme
Hadoop HDFS, NoSQL database.

— Analyse de données par lots : analyse de données par lots pour les applications.

— Référentiel demodèles : le système de gestion demodèles de données extraites, où
les modèles d’analyse de données résultantes peuvent être persistants, récupérés
ou supprimés avec les métadonnées pertinentes pour des enquêtes futures ou la
réutilisation.

— Agrégation de modèles : fonctionnalité d’ensemble des modèles de données
extraites pour des analyses et des interrogations de plus haut niveau et plus
complexes.

— Application intelligente : applications intelligentes construites à partir demodèles
d’analyse de données résultants.

— Interface utilisateur : interface utilisateur pour fournir des outils flexibles per-
mettant l’accès, le reporting et les enquêtes ad hoc pour les modèles persistants
et/ou agrégés.
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Figure 2.17 – Architecture SCDAP d’une ville intelligente (Osman, 2019)

2.5.3.2 Architecture Big Data pour la construction de l’analyse des déchets

L’objectif est de proposer une architectureBigData pour l’analyse des déchets de construc-
tion. À cette fin, au cœur de cette architecture, des composants basés sur des graphes sont
utilisés : en particulier, une base de données de graphes (Neo4J) est adoptée pour stocker des
ensembles de données très volumineux et diversifiés. En complément, Spark, un système de
traitement des graphes très résistant est utilisé. Des extensions par le biais de la modélisation
des informations sur les constructions sont également envisagées pour une synergie et une
plus grande adoption. Cette intégration symbiotique des technologies permet de créer un
environnement dynamique pour l’exploration de la conception et l’optimisation de la gestion
des déchets de construction. Les différents éléments constituent l’architecture sont classés en
trois couches qui comprennent la couche application, la couche analyse et la couche stockage.

— La couche de stockage : est responsable de la conception de l’outil de simulation des
déchets. Il existe deux types de données. Les données historiques qui contiennent les
documents de conception, les informations sur les projets et les dossiers d’élimination
des déchets. Ces données sont téléchargées une fois et utilisées principalement pour
développer le système robuste de gestion des déchets, les modèles d’estimation et les
données contenues.

— Couche d’analyse : l’outil de simulation de la valeur réelle des déchets réside dans
la capacité à analyser les données. La prévision et la conception des déchets sont
des données à forte intensité de calcul. Spark est utilisé pour ces analyses de grande
classe, car il offre MapReduce application avec ses capacités inhérentes de stockage en
mémoire et de calcul . Les filières d’analyse pour l’estimation et la minimisation des
déchets sont principalement mises en œuvre à l’aide de SparkR, MLLib et GraphX. À
chaque itération du pipeline analytique, la conception est explorée dans unemultitude de
dimensions est optimisée en vue de l’efficacité des déchets. L’efficacité de la conception
est calculée instantanément et diffusée aux concepteurs, qui peuvent réagir de manière
proactive pour atténuer l’impact de la conception et le changement vers l’efficacité des
déchets. Ces prévisions intermédiaires ainsi que les prescriptions sont capturées sous
forme de graphiques annotés RDF dans le Triple.
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— Couche application : l’API Autodesk Revit est utilisée pour le développement du plu-
gin. Revit est largement adopté dans le monde entier et dispose d’un support solide
pour l’analyse visuelle prévue. La couche d’application de l’outil de simulation des
déchets est construite par l’exploitation des programmes et d’API. Les changements de
conception sont les suivants capturés par le biais des fichiers , qui sont chargés dans
le HDFS par FLum Apache et finalement chargés au Store Triple. Le Spark Streaming
déclenche le pipeline d’analyse pour estimer les déchets et suggérer des idées d’action
pour optimiser la conception. Ces idées sont présentées sous la forme des prescriptions,
qui sont mises en correspondance avec les attributs visuels du Revit en exploitant la
vue de modèle de conception du contrôleur. Les prévisions et les prescriptions sont
communiquées au fur et à mesure par le modèle prédicatif PMML (Predictive Model
Markup Language). Les concepteurs reçoivent un retour d’information instantané pour
optimiser la conception de la construction. Il s’agit d’un processus itératif qui com-
mence à chaque conception et dure après quelques itérations en produisant le dessin. Il
est optimal en termes de matériaux, le coût et l’efficacité des déchets.
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Figure 2.18 – Architecture Big Data pour la construction et l’analyse des déchets (Bilal et al., 2016)

2.5.3.3 Transport intelligent

Transport intelligent propose unmécanisme axé sur les graphes pour réaliser le système de
transport dans la ville. Le réseau de capteurs déployé pour obtenir les informations générales
sur le trafic ainsi qu’un réseau de véhicules pour obtenir la localisation et la vitesse des
informations sur le véhicule individuel. C’est un système d’internet des objets, génèrent un
volume énorme de données. décrivant les informations sur le trafic de la ville. Rathore et al.
(2015) ont proposés une architecture efficace qui utilise les outils graphiques avec serveurs
de traitement parallèle pour réaliser l’efficacité du temps. Divers algorithmes de graphes

43



CHAPITRE 2. BIG DATA

sont utilisés pour réaliser la décision en temps réel de transports intelligents dont le but de
faciliter la vie des citoyens ainsi que les autorités. Les données des véhicules et les ressources
représentant le trafic réel de la ville sont utilisées pour l’objectif d’analyse et l’évaluation. Le
système est mis en œuvre par l’utilisation de l’outil Spark et Hadoop pour générer et traiter des
graphes en temps réel . En outre, le système est évalué en termes d’efficacité en considérant
le débit du système et le temps de traitement. Le système est divisé en sept couches, la couche
des sources de données, la couche de communication, la couche de construction de graphe, la
couche de traitement de graphe, la couche de résultats, la couche d’interprétation et la couche
application. Chaque couche a sa propre fonctionnalité :

— Couche source de données : est la responsable de la génération des données. Elle
comprend tous les aspects de la réalisation d’un réseau de véhicules et du déploiement
de capteurs routiers pour générer des informations sur le trafic en temps réel. Les
données générées peuvent ainsi être transmises sur l’internet en utilisant des nœuds de
relais, des coordinateurs et des passerelles.

— Couche de communication : c’est la responsable de la transmission des données entre
les véhicules et le système d’analyse principal, entre les capteurs et le système d’analyse,
et entre les différentes unités du système d’analyse. Elle utilise la technologie cellulaire,
telle que GPRS, 3G, 4G/LTE, WIMAX pour transmettre des données des véhicules à
l’internet. En outre, il utilise la communication Wi-Fi ou Bluetooth pour transférer les
données du capteur routier vers l’internet. Toute la communication avec les différentes
unités du système d’analyse se fait par Ethernet.

— La couche création de graphes : l’une des principales couches du système, qui génère et
met à jour les graphes par l’utilisation des données des véhicules . Elle crée une nouvelle
et desmises à jour de graphe. Elle utilise unmécanisme de recherche efficace, qui utilise
l’indexation pour rechercher un bord (edge) particulier et mettre à jour si nécessaire.
Cette couche augmente également l’efficacité du système en rendant le graphique à
traiter sur plusieurs parallèles simultanément tout en divisant le graphique en diverses
parties (sous-graphiques) indépendants et mutuellement exclusifs. Ensuite, elle envoie
tous les sous-graphes indépendants au serveur de traitement, lorsqu’un traitement est
nécessaire. Par conséquent, elle assure également la fonction d’équilibrage de la charge.

— Couche de traitement du graphe : dispose de plusieurs serveurs parallèles pour traiter
chaque sous-graphe individuel. Chaque serveur de traitement est équipé de divers
algorithmes de graphes, qui fonctionnent en fonction de la demande de l’utilisateur ou
des exigences des autorités. À cette couche, chaque serveur a une sortie correspondant à
chaque algorithme de graphe pour chaque sous-graphe du graphe principal. Le résultat
de chaque serveur est agrégé à la couche suivante.

— La couche des résultats : après l’agrégation, l’analyse est effectuée. La couche de
traitement produit des sous résultats et chaque sous résultats correspond à un sous-
graphe. Par conséquent, ces sous résultats doivent être agrégés pour l’analyse finale.

— Couche interprétation et application : enfin, aux deux derniers niveaux, les décisions
sont prises sur la base des résultats de l’analyse et annoncées à l’audience requise. Ces
résultats peuvent être utilisés pour l’identification du chemin efficace de la source à la
destination en fonction des conditions de circulation actuelles, ou peuvent être toute
annonce aux autorités concernant la circulation, comme le blocage de la route, une
intensité de trafic plus élevée, des accidents, etc.
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Figure 2.19 – Transport intelligent (Rathore et al., 2015)

2.5.3.4 Architecture basée sur la sémantique

Mezghani et al. (2015) ont proposé une architecture sémantique générique de Big Data
adoptant l’approche connaissance comme service KaaS ( Knowledge as a Service) pour le
traitement de l’hétérogénéité des données et les besoins des utilisateurs. Le KaaS (Grolinger
et al., 2015) a été défini, comme une extension du modèle de référence du NIST (National
Institute of Standards and Technology ) pour le Cloud Computing (Liu et al., 2011). Il a
pour objectif de générer de nouvelles connaissances à partir de données hétérogènes stockées
dans le Cloud et les rend disponibles sous forme de service. Les sources multiples génèrent
des données hétérogènes qui peuvent être stockée dans des bases de données relationnelles,
RDF, NoSQL, etc, ou dans les clusters KaaS grâce à l’application de mise en œuvre. La
transformation de ces ensembles de données hétérogènes en connaissances compréhensibles
et partageables nécessite des services qui collectent, préparent et traitent ces ensembles de
données. L’architecture proposée est composée de trois couches :
— La couche stockage des données : où les données sont stockées dans le Cloud, plus

précisément dans la couche PaaS (Platform as a Service).
— La couche Big data : comprend les composants Big Data du NIST associés à des

technologies de traitement des données. Elle est principalement composée de quatre
services, l’enrichissement sémantique qui donne un sens aux données basées sur l’on-
tologie. La normalisation des données qui unifie les valeurs des données relatives aux
mêmes paramètres observés. Le nettoyage des données qui joue un rôle important dans
l’amélioration de la qualité des données en supprimant les enregistrements incorrects
ou inexacts telles que celles résultant du mauvais comportement des capteurs. Enfin,
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le stockage des données qui permet de stocker les données préparées dans de grands
groupes de données pour être exploitées par les services d’analyse et de visualisation.

— La couche de sémantiques : qui offre une compréhension claire aux données. Chaque
fournisseur de données doit informer explicitement le KaaS sur ses caractéristiques (par
exemple, le type de données qui sont générées sa signification, son lieu de stockage,
etc.). Ceci est fait par le biais du service d’annotation sémantique des sources de données
qui permet aux fournisseurs utilisant une représentation commune des connaissances
basée sur l’ontologie, qui formalise un contexte spécifique à un domaine.
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Figure 2.20 – Modèle de service pipeline de Big Data (Mezghani et al., 2015)

2.5.3.5 Architecture pour les réseaux sociaux Facebook

Thusoo et al. (2010a) Ont présenté une infrastructure d’entreposage et d’analyse des
données pour Facebook. Cette architecture réunie et mettre en place un entrepôt de données
qui stocke plus de 15 Peta octets de données 2,5 Peta octets après la compression, et charge
plus de 60 terra octets de nouvelles données 10 terra octets après compression chaque jour. Le
système proposé décrit comment les données circulent dans le système source vers l’entrepôt
de données. Le traitement des systèmes de stockage, leurs formats et les optimisations réalisées
pour le stockage de BigData. La source de données : contient my SQL Fédéral et serveurWeb,
dans mysql Fédéral existe tous les données relatives au Facebook et serveur web qui génère
toutes les données du journal. Les données du niveau my SQL Fédéral sont chargées dans les
clusters de Hive Hadoop par des processus d’interrogation quotidiens. Ce processus permet
d’extraire l’ensembles de données souhaités dans des bases de données my SQL , les données
déplacées dans le Cluster Hive Hadoop après la compression des données sources . Il existe
deux types de Hive Hadoop où les données deviennent disponibles pour la consommation
par les procédures en flux descendant. L’un de ces clusters est Production Hive Hadoop
Cluster. Il est utilisé pour exécuter les travaux qui doivent adhérer à des délais de livraison
très stricts. Alors que, l’autre cluster ad hoc Hive Hadoop est utilisé pour exécuter des projets
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moins prioritaires, les travaux par lots ainsi que toute analyse ad hoc que les utilisateurs
souhaitent effectuer sur les ensembles de données historiques. La nature ad hoc des requêtes
des utilisateurs faits qu’il dangereux de faire tourner des travaux (Job) de production dans le
même cluster. Périodiquement, les données dans les clusters sont compressées par les Jobs
de copie et transférées vers le cluster Hive-Hadoop, les copies fonctionnent à des intervalles
de 5 à 15 minutes et copier tous les nouveaux fichiers créés dans les clusters. Les données de
log sont déplacées vers les Clusters Hive-Hadoop. Les données se présentent principalement
sous la forme de fichiers HDFS. Il est publié toutes les heures ou tous les jours sous forme de
partitions dans les tables Hive correspondantes via un ensemble de processus de chargement
et devient alors disponible à la consommation. Enfin, ces ensembles de données publiés sont
transformés par les jobs des utilisateurs ou interrogés par des utilisateurs ad hoc. Les résultats
sont soit conservés dans le cluster Hive Hadoop pour une analyse future, soit peuvent même
être rechargés au niveau my SQL fédéré afin d’être servi aux utilisateurs de Facebook.

Fédéral My SQL

Figure 2.21 – Architecture des flux de données de facebook (Thusoo et al., 2010a)

2.5.3.6 Architecture pour les réseaux sociaux LikedIn

Sumbaly et al. (2013) ont présenté une architecture d’analyse basée sur Hadoop pour
LinkedIn, qui permet aux chercheurs d’extraire les connaissances et de créer des modèles
à partir Big Data. Les données entrant dans les fichiers HDFS peuvent être classées en
deux catégories : les données d’activité de Kafka (2) et les données de la base de données
centrale Oracle (3). Les journaux de changements de la base de données sont périodiquement
compactés en séries temporelles pour un accès facile. Les données d’activité consistent en
événements de type streaming générés par les services traitant les demandes sur LinkedIn
(1). Les événements sont regroupés en thèmes sémantiques et transportés par le système
de publication et d’abonnement de LinkedIn, Kafka (1). Ces thèmes sont regroupés dans
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une structure de répertoire hiérarchique en fichiers HDFS. Une fois que les données sont
disponibles dans Hadoop ETL (Extract, Transform and Load) , il est alors reproduit dans
deux cas, l’un pour le développement (5)(Hadoop for developemnt workflows) et l’autre
pour la production (5 Hadoop for production workflow). L’architecture utilisée Azkaban,
le planificateur de tâches par lots open source de LinkedIn, pour gérer les flux. Azkaban
maintient une vision globale des flux des Jobs, ce qui aide la surveillance, le verrouillage
des ressources et la collecte des journaux. Chaque Job dans le contexte d’Azkaban est défini
dans un fichier de configuration simple de type cle,valeur. Azkaban est un cadre d’exécution
général et prend en charge divers types Job tels que MapReduce, Pig, Hive, scripts Shell
et autres. Enfin, les résultats de ces flux de Job sont réinjectés dans le système de service
en ligne. Les sorties des flux de Kafka (4), des bases de données de type clés valeur par
l’utilisation de Voldemort (6) et des cubes OLAP multidimensionnels par Avatara (7) ont
une déclaration Pig d’une seule ligne à la fin d’un flux de travail. Avant de redéployer les
données vers les systèmes de service en ligne, certains flux de Job peuvent choisir de pousser
les données vers des groupes de serveurs Staging Voldemort read-only (8).

Hadoop pour les
workflows de production Hadoop pour ETL

Hadoop pour les
workflows de
development

Figure 2.22 – Architecture du pipeline de données de LinkedIn (Sumbaly et al., 2013)

2.5.4 Cloud Computing pour l’architecture de Big Data
Développer un Framework qui énumère les alternatives pour la mise en œuvre d’applica-

tions BigData par l’utilisation des services dans le Cloud et identifier les objectifs stratégiques
soutenus par ces alternatives. Le Framework pour les Big Data dans le Cloud utilise le modèle
de service pour la mise en œuvre du Big Data Pipeline : DaaS (Décision as Service), SaaS
(Software as a Service), PaaS (Platform as a Service), IaaS (Infrastructure as a Service), et le
modèle de déploiement.

— Le service DaaS : signifie que les processus de décision sont entièrement transférés
dans le Cloud. Cela signifie que les services DaaS dans le Cloud peuvent être connectés
directement pour créer le Big Data pipeline.

— Le service SaaS : les pipelines Big Data en mode SaaS utilisent des applications
virtualisées. Les demandes fournies en mode SaaS contiennent fonctionnalité pour
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la mise en œuvre des processus de décision ou mettre en œuvre certaines parties
d’un processus de décision. Un pipeline Big Data en mode SaaS, est plus difficile à
dimensionner en tant que pipeline DaaS.

— Le service PaaS : le pipeline Big Data activé par le PaaS utilise un logiciel virtuel.
Les composants de l’application tels que les bases de données, la file d’attente des
messages, etc. La partie virtuelle est plus petite que dans le SaaS.

— Le service IaaS : un pipeline Big Data compatible IaaS utilise des ressources de
stockage virtuelle. Par ce moyen, il est possible d’ajouter rapidement des ressources
afin de réagir à une demande accrue. Pour permettre une mise à l’échelle, le pipeline
monolithique doit mettre en œuvre ses propres mécanismes.

— Modèle de déploiement : la deuxième dimension est le modèle de déploiement pour
mettre en œuvre le pipeline Big Data. La définition du Cloud Computing distingue
trois modèles de déploiement : privé, public et hybride. Les Cloud privés sont fournis
par l’entreprise elle-même. Les services publics dans les Cloud sont fournis par un
prestataire de services indépendant. Un Cloud hybride est composé de services fournis
à la fois par les services publics et privés.
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Figure 2.23 – Modèle de service Pipeline de Big Data (Schmidt & Möhring, 2013)

2.6 Contribution de Big Data
Dans cette section, nous présentons les contributions récentes pour les Big Data en vues

de notre classification. Pour chaque travail, nous illustrons la contribution, la classification
de l’architecture utilisée selon notre proposition, les outils et les écosystèmes.

Les Travaux de Big Data
Référence Contribution Classification Outils

De Maio et al.
(2017)

Propose la mise en œuvre et le dé-
ploiement en ligne de l’analyse de
concepts flous temporels sur un sys-
tème de calcul distribué en temps
réel

Application, ville
intelligence.

Storm

Huang et al.
(2017)

Système de découverte d’astéroïdes
distribué pour de grandes données
astronomiques

Application, as-
tronomie

Spark, Hadoop,
Mapreduce
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Les Travaux de Big Data
Référence Contribution Classification Outils

Kranjc et al.
(2017)

Une plate-forme de calcul distri-
bué pour Machine Learning dans le
CLoud

Cloud Python, Weka,
C++, Django

Castiglione et al.
(2018)

Big Data infrastructure de données
utilisée pour interroger, parcourir,
analyser et traiter des contenus nu-
mériques liés au patrimoine culturel
à partir d’un ensemble de données
hétérogènes et dépôts distribués.

Cloud,semantique
Application

Hadoop Yarn

Maté et al. (2016)
Une architecture qui utilise des
données énergétiques déjà stockées
et des informations externes non
structurées pour améliorer l’acqui-
sition de connaissances et permettre
aux gestionnaires pour prendre de
meilleures décisions.

Application
consommation
électrique

NoSql, Spark

Bechini et al.
(2016)

proposer un système de classifica-
tion basé sur des règles d’associa-
tion distribuée, conçu selon le mo-
dèle MapRedcue

Application Hadoop Map re-
duce

Mohapatra et al.
(2016)

Une architecture Big Data analy-
tique à trois couches est conçue pour
analyser les données générées pen-
dant la construction de la barrière et
la détection de l’intrusion à l’aide
de capteurs de caméra

Application
détection d’intru-
sion

Spark, Zookepeer

Golmohammadi
et al. (2019)

Proposer une architecture basée sur
Hadoop qui intègre l’imagerie par
résonance magnétique (IRM) non
invasive, la spectroscopie par RM
(SRM) ainsi que les résultats de tests
neuropsychologiques pour identifier
les diagnostics précoces de la mala-
die d’Alzheimer.

Application,
santé

Hadoop

Higashino et al.
(2016)

Présente CEPSim, un systèmes de
traitement d’événements complexes
dans des environnements cloud, un
simulateur pour les systèmes les
événements complexe et en steram
dans les environnements en Cloud.
Le CEPSim propose un modèle
d’interrogation basé sur des graphes
acycliques dirigés (DAG) et intro-
duit un algorithme de simulation
basé sur un nouveau abstraction.

Application,
simulation

Storm
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Référence Contribution Classification Outils

Karunaratne
et al. (2017)

Résoudre le problème du débit li-
mité de la mise en cluster des
flux par le développement des algo-
rithmes basés sur le paradigme du
micro-clustering qui fonctionnent
sur des plateformes de cloud com-
puting

Application,
Cloud

Strom

Aufaure
et al.
(2016)

Propose la combinaison des travaux
récents sur l’intelligence d’entre-
prise en temps réel avec la gestion
de flux de données sémantiques

Application, sé-
mantique

Spark

Anveshrithaa
& Lavanya
(2020)

Proposer un modèle de traitement
des flux de données en temps réel
pour la prévision du trafic des vé-
hicules, ils utilisent les réseaux de
mémoire longue et courte durée
(LSTM) pour apprendre et se for-
mer à partir des données de trafic.

Application, tra-
fic des véhicules,
temps réels.

Kafka, Spark,
mongoDb.

Otoo-
Arthur &
van Zyl
(2020)

Proposer la mise en place d’un
framework de données extensibles
et adaptables pour l’apprentissage
en ligne BiDeL ( big data frame-
work for e-learning). Afin d’amélio-
rer l’apprentissage par l’utilisation
de Spark.

Application,
e-learning

Hadoop, Sqoop,
Flume.

Basanta-
Val et al.
(2020)

Focalisé sur la définition d’un ap-
pel de procédure à distance prévi-
sible (RPC) capable de tirer parti
de la technologie de traitement des
flux distribués. Ce type d’infrastruc-
ture permet des calculs parallèles
efficaces, réduisant le temps de ré-
ponse effectif des invocations de
bout en bout de façon linéaire avec
le nombre de ressources affectées au
système.

Application Storm.

Hu (2020)
Étudier trois plateformes Apache, à
savoir Hadoop, Spark et Storm. Il
sélectionne les paramètres à l’aide
de diverses approches de sélection
des caractéristiques . Les résultats
empiriques décrivent réduction si-
gnificative du temps d’exécution des
travaux de Hadoop et Spark et aug-
mentation du nombre de tuples émis
pour Storm,montrant ainsi l’optimi-
sation des performances des plate-
formes de données.

Application, opti-
misation

Hadoop, Spark,
Storm.
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Référence Contribution Classification Outils

Um et al.
(2016)

propose un modèle de traitement
d’événements complexes séman-
tiques pour le raisonnement dans le
Big Data

Application, sé-
mantique

Spark, Storm

Kousiouris
et al. (2018)

Un Framework intégré de gestion du
cycle de vie des informations per-
mettant d’exploiter les données des
réseaux sociaux pour identifier les
événements dynamiques de grande
concentration de population dans les
applications des villes intelligentes

Application,Ville
intelligente

Kafka, Spark

Munro &
Clayton
(2019)

Proposer une plate-forme de Big
Data en temps réel (Kafka) pour les
petits drones, le système d’exploita-
tion du robot communiquant à l’aide
de services mobiles cellulaires 4G.,
pour tester les algorithmes d’évi-
tement d’obstacles et dévaluer les
performances de communication de
bout en bout.

application,
drones

Kafka

Kovalchuk
et al. (2018)

Présentés un système de décision
pour ambulance et l’urgence des
maladies cardiaque

Application,santé Hadoop, Spark,
Strom, Sql.

Wang et al.
(2017a)

Analyse efficace du comportement
des alarmes pour les réseaux de té-
lécommunications

Application, ré-
seaux de télécom-
munications

Mavridis
& Karatza
(2017)

Étudier l’analyse des fichiers jour-
naux dans le Cloud avec Spark et
Hadoop

Application Spark, Hadoop.

2.7 Conclusion
Dans ce chapitre, nous avons présenté l’architecture Big Data, l’historique et les concepts

de base, l’écosystème, et finalement les différentes classifications de ces architectures. Dans
les concepts de base, nous avons abordé leurs définitions, les caractéristiques de Big Data, les
nomes X.V qui décrivent le volume, la vitesse, la variété, la valeur, la véracité et la vélocité.
Ensuite nous avons présenté la spécification d’une architecture Big Data et les travaux des
chercheurs pour répondre aux spécifications. Nous avons proposé des classifications pour ces
architectures. De plus, nous avons présenté dans la dernière section les contributions récentes
pour Big Data afin d’avoir une idée claire sur les pistes de recherche de Big Data. Dans le
prochaine chapitre, nous présentons notre contribution sur les systèmes du Big Data.
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3.1 Introduction
Dans ce chapitre, nous présentons notre critique et notre contribution sur les 

architectures Big Data.Il s’agit de déterminer quelles sont les insuffisances de ces 
architectures. Comme nous avons déjà discuté dans le chapitre précédent, plusieurs 
architectures proposées dont l’objectif principal est la création d’une cadre conceptuelle 
permet de déterminer les besoins et bien exprimer les différents concepts de Big Data . 
Cependant, ces besoins ne discutent pas l’impact de la relation entre ces architectures avec 
l’apprentissage et Machine Learning, vue seulement comme un composant dans une 
architecture. A cet effet, et pour la 1ère contribution (Naoui et al., 2020d), (Naoui et al., 
2020b), nous posons la question suivante :— Existe-il une relation entre l’architecture et les Machines Learning en termes de préci-

sion et temps d’exécution?

Pour répondre à cette question, nous proposons une architecture basée sur l’apprentissage
profond distribué (Naoui et al., 2020d). Pour évaluer l’impact d’une telle architecture, nous
définissons quatre critères, à savoir, Erreur quadratique moyenne MSE (Mean Square Error),
Erreur quadratique moyenne interne IMSE (Intern Mean Square Error), Temps d’exécution
du cluster Cte (Cluster execution time) et Temps d’exécution global Gte (Global execution
time).

D’autre part, aujourd’hui les sources des données multiples existent dans plusieurs ré-
gions. Les spécifications de Big Data cité en section 2.4.1 orientées vers la conception de
Big Data. Pour la 2ème contribution (Naoui et al., 2020c), (Naoui et al., 2020a), nous posons
la question de la réutilisation et l’exploitation de données Big Data. De plus, l’exploitation
des Machines Learning existe dans un processus d’intégration de Big Data depuis diverses
sources. Ce processus prend en compte l’apprentissage dans les Machines Learning, leurs
fonctionnements et leurs avantages. Pour répondre à cette question de la 2ème contribution,
nous avons choisi le domaine de la santé (Naoui et al., 2020c). Les sources de données sont
les réseaux sociaux et les données de radiographie des hôpitaux.

3.2 Contribution N°1
3.2.1 Introduction

Aujourd’hui, l’apprentissage approfondi dans le cadre du concept de ville intelligente
est devenu un domaine de recherche intéressant. Il fournit des modèles qui peuvent aider
les utilisateurs de ce système à prendre la meilleure décision. Chaque seconde de chaque
minute, des données quotidiennes d’information sur les villes intelligentes sont saisies pour
être analysées. Ces données se caractérisent par leur volume, leur variété et leur rapidité. Le
Big Data est basé sur des données massives stockées dans les villes intelligentes. Il a produit
de nouvelles méthodes pour le modèle d’apprentissage approfondi. Cependant, il pose des
nouveaux défis aux approches traditionnelles. Cette contribution propose un algorithme
d’apprentissage profond distribué pour les villes intelligentes (Naoui et al., 2020d) afin de
combler les approches traditionnelles dans les axes de taux de prédiction, réduire le temps
d’exécution et d’effectuer des algorithmes plus performants. Une architecture multicouche est
proposée pour décrire l’apprentissage profond distribué des villes intelligentes dans le système
Big Data. Les composants du système proposé sont la couche ville intelligente, la couche Big
Data et la couche apprentissage profond. La couche ville intelligente est responsable de la
question des composants de la ville intelligente, de ses capteurs et effecteurs de l’internet des
objets et de son intégration dans le système. La couche Big Data concerne les caractéristiques
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des données et leur distribution dans le système. La couche apprentissage profond est le
modèle du système proposé. Elle est responsable de l’analyse des données. L’architecture
proposée est appliquée aussi dans les domaines de l’environnement intelligent et de l’énergie
intelligente (Naoui et al., 2020d), (Naoui et al., 2020a). Dans le domaine de l’environnement
intelligent, nous étudions la prévision du toluène à la ville intelligente de Madrid. Dans le
domaine de l’énergie intelligente, nous étudions l’exploitation de l’énergie éolienne sur la
ville de l’Australie. L’architecture proposée peut réduire le temps d’exécution et améliorer le
modèle d’apprentissage profond tel que l’algorithme mémoire courte à long terme LSTM.
L’architecture proposée peut fournir une vue claire de la ville intelligente, du stockage des
données et de l’analyse. Les prévisions de toluène dans l’environnement intelligent aident
le décideur à assurer la sécurité environnementale. L’énergie intelligente du modèle proposé
peut fournir une prévision claire de la production d’énergie éolienne.

Les villes intelligentes sont devenues un domaine de recherche attrayant en raison des
multiples domaines qu’elles introduisent, telles que les réseaux intelligents, les transports
intelligents, les soins de santé intelligents et les modes de vie intelligents. Les principaux
objectifs des villes intelligentes sont de rendre la vie plus indépendante, d’optimiser la
consommation d’énergie, de rendre le réseau de transport plus flexible et plus efficace, et de
garantir la qualité des soins de santé.

Dans les revues de la littérature, il existe plusieurs définitions des villes intelligentes.
Albino et al. (2015) ont revu plus de 20 définitions du concept de ville intelligente. Ces
définitions mettent l’accent sur l’utilisation des technologies de l’information basées sur la
communication en réseau pour connecter entre eux des informations, des capteurs ou des
effecteurs physiques, des objets intelligents, afin d’améliorer la qualité de vie dans multiples
dimensions telles que la santé, les transports, l’efficacité énergétique, etc. Les principaux
processus des villes intelligentes sont :
— Acquisition de données : ce processus indique la technologie utilisée pour connecter

des dispositifs (capteur/effecteur/objet intelligent) en réseau (Gubbi et al., 2013). Il
permet de collecter des données ou de réaliser un événement.

— Stockage de données : les données collectées par internet des objets sont stockées dans
le système.

— Analyse des données : il s’agit de l’analyse des données collectées.

Acquisition de
données

Stockage de données

Analyse de données

Figure 3.1 – Processus des données dans la ville intelligente

Les données des villes intelligentes jouent un rôle important ; elles constituent la base de
l’analyse des données. Les données sont collectées auprès de multiples sources différentes
et variables, en grande quantité, ce qui donne des données appelées Big Data. Les Big
Data se caractérisent par une variété de volume et de vitesse. Le volume des données est
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très important ; il peut être mesuré en pétaoctets ou en téraoctets. Certaines organisations
quantifient les Big Data par leurs enregistrements, leurs transactions, leurs tableaux ou la
durée d’utilisation des données (Russom et al., 2011). La vitesse des données fait référence à
la vitesse de génération des données. Elle peut être en lot, en temps quasi réel, en temps réel ou
en flux (Russom et al., 2011). La variété des données décrit les multiples sources de données.
Elles peuvent être structurées, non structurées ou semi-structurées (Russom et al., 2011).
La complexité des Big Data est un défi, notamment en raison du problème de l’analyse des
données, qui fait référence à l’utilisation d’outils d’apprentissage automatique pour analyser
les Big Data dans les villes intelligentes. L’apprentissage profond fait référence aux méthodes
et techniques utilisées pour décrire les modèles de données. Il peut décrire des problèmes de
régression ou de classification. Plusieurs chercheurs proposent l’apprentissage profond pour
analyser les villes intelligentes. Cependant, ces approches ne traitent pas des caractéristiques
des données. Elles se concentrent uniquement sur l’analyse des données. Ainsi, ces approches
restent également limitées. De plus, les questions clés de cette étude concernent l’architecture
des villes intelligentes, qui peut faciliter l’analyse des Big Data et l’avantage d’apprentissage
profond distribué dans les villes intelligentes pour les Big Data.

Les prochaines sections sont organisées comme suit. La section 3.2.2 présente plusieurs
travaux connexes, tandis que la section 3.2.3 décrit l’approche proposée, qui repose sur une
architecture multicouche. Ensuite, la section 3.2.4 présente la validation et l’expérimentation
de l’architecture proposée. Enfin, les conclusions et les travaux futurs sont présentés dans la
section 3.2.5.

3.2.2 Travaux connexes
Cette section présente les concepts des algorithmes de Deep Learning, le réseau neuronal

à convolution et la mémoire à court terme, plusieurs stratégies de Deep Learning basées sur
les Big Data, ainsi qu’un apprentissage machine pour les villes intelligentes.

3.2.2.1 Apprentissage profond

Les algorithmes d’apprentissage profond sont l’ensemble d’algorithmes d’apprentissage
machine basés sur des réseaux neuronaux artificiels, qui sont composés de plusieurs couches
de traitement. Ces couches peuvent apprendre des données avec plusieurs niveaux de repré-
sentation (LeCun et al., 2015).

3.2.2.2 Réseaux de neurones à convolution

— Couche de convolution : le rôle de cette couche dans le traitement de l’image, par
exemple, est la réduction de l’image en une forme qui peut être facilement traitée. Il est
déterminé en multipliant les fonctions de convolution f et g.

( 5 ∗6) =
∑
C

( 5 (C)6(G + C). (3.1)

— Couche de mise en commun : le rôle de cette couche est de réduire la dimension de
l’élément convulsé.

— Couche entièrement connectée : la sortie de la dernière couche de mise en commun est
l’entrée de la couche entièrement connectée. Elle est responsable de la classification
basée sur les couches de prévisualisation.
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3.2.2.3 Algorithme mémoire courte à long terme LSTM (Long Short Term Memory)

La mémoire courte à long terme, introduite par Hochreiter (Hochreiter & Schmidhuber,
1997), est un cas particulier de réseau neuronal récurrent introduit par une cellule mémoire
pour pouvoir apprendre les dépendances temporelles. La cellule (LSTM) est composée d’un
temps t, d’un état Ct et d’une sortie (ℎC). En entrée, cette cellule au temps (C) comprend (GC),
(�C1) et (ℎC1) . La fonctionnalité de LSTM peut être décrite à l’aide des équations suivantes :

DC = f(,DℎC−1 + �DGC + 1D) (3.2)

Mettre à jour la porte (Update gate) H :

DC = f(,DℎC−1 + �DGC + 1D) (3.3)

Oubliez la porte (Forget gate) H :

5C = f(, 5 ℎC−1 + � 5 GC + 1 5 ) (3.4)

Candidat de cellule (Cell candidate H) :

�̂ = tanh(,�ℎC−1 + ��GC + 1�) (3.5)

Porte de sortie (Output gate) :

>C = f(,>ℎC−1 + �>GC + 1>) (3.6)

3.2.2.4 Apprentissage machine pour les villes intelligentes

— Énergie intelligente : dans la revue de la littérature, il existe plusieurs études relatives
aux villes intelligentes. Les domaines activés sont la prévision, l’optimisation et l’ef-
ficacité de la consommation d’énergie. Martínez-Álvarez et al. (2008) proposé une
approche d’apprentissage machine basée sur un algorithme de regroupement pour ana-
lyser les données d’information sur l’électricité afin de prévoir le prix de l’électricité
sur une courte période. Les auteurs ont utilisé la technique de k-means. Keyno et al.
(2009) ont proposé un algorithme d’apprentissage machine pour prévoir la consomma-
tion d’énergie. Les auteurs ont appliqué un algorithme de regroupement aux données
primaires et ont éliminé la variance périodique.

— Environnement intelligent : plusieurs ouvrages ont étudié le concept d’environnement
intelligent. Reddy et al. (2018) proposé une approche Deep Air pour la prévision de la
pollution atmosphérique à la ville de Pékin, en Chine. Les auteurs ont utilisé l’algo-
rithme LSTM. Wang et al. (2018) ont proposé une approche hybride qui combine la
logique floue, le regroupement semi-supervisé et la classification semi-supervisée pour
la pollution de l’air à la ville de Athènes, en Grèce. Wang et al. (2017a) ont proposé un
cadre hybride basé sur la prédiction spatiale (capturant les algorithmes d’apprentissage
approfondi distribué pour les villes intelligentes dans un système de données étendu
en utilisant CNN (Convolution Neuronal Network)) et prédicteur temporel (saisie de la
relation temporelle en utilisant des séquences pour créer un modèle de séquence avec
un mécanisme d’attention simplifié). Les auteurs ont validé l’approche proposée pour
la prévision des PM2,5, PM10 et O3 à la ville de Pékin, en Chine.
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3.2.2.5 Apprentissage automatique pour l’analyse de Big Data

Qiu et al. (2016) Ont étudié l’apprentissage automatique dans l’analyse des Big Data. Les
auteurs ont mentionné des stratégies et des algorithmes possibles pour l’apprentissage avec
grandes données. Le tableau 3.1 présent plusieurs études de recherche :

Tableau 3.1 – Apprentissage automatique pour l’analyse de Big Data

Strategies et
Agorithmes

Descriptions Auteur

Sélection par
caractéris-
tiques

Cet algorithmemesure la rela-
tion entre les caractéristiques
pour réduire la complexité du
processus d’analyse des don-
nées

(Bengio et al., 2013; Huang
& Yates, 2012; Tu & Sun,
2012; Li et al., 2011; Huang
& Yates, 2010; Bordes et al.,
2012; Dwivedi et al., 2014)

Apprentissage
approfondi

Réseau neuronal à convolu-
tion,Un réseau de croyance
profond,

(Chen & Lin, 2014; Jones,
2014)

Transfert d’ap-
prentissage

Transférer l’apprentissage :
L’idée principale de l’appren-
tissage par transfert est la
réutilisation d’un modèle pré-
formé sur un nouveau pro-
blème.

(Pan & Yang, 2010; Xiang
et al., 2010; Zhang, 2011)

Apprentissage
actif

Créer un modèle qui peut éti-
queter les données automa-
tique.

(Settles, 2014; Crawford
et al., 2013; Haque et al.,
n.d.)

Apprentissage
basé sur le
noyau

Les données dans l’espace
d’entrée sont projetées sur
un l’espace dimensionnel des
éléments via une fonction non
linéaire

(Ding et al., 2013; Montavon
et al., 2013; Slavakis et al.,
2009,0; Müller et al., 2001)

Apprentissage
distribué et
parallèle

Lamajorité desméthodes pro-
posées se sont concentrées sur
la combinaison entre les clas-
sificateurs, par exemple les
règles de décision, la géné-
ralisation par empilement, le
méta-apprentissage et les al-
gorithmes de renforcements .

(Chen et al., 2014,0; Leyva
et al., 2015; Sarnovsky &
Vronc, 2014)

3.2.3 Architecture proposée
Cette section présente notre approche proposée. Tout d’abord, on a décrit une architec-

ture multicouche qui combine les villes intelligentes, l’apprentissage machine distribuée et
le système Big Data. Ensuite, un modèle mathématique est formulé pour décrire l’appren-
tissage dans les machines learning distribuées, ses métriques (erreur quadratique moyenne,
erreur quadratique moyenne interne, temps d’exécution du cluster, temps d’exécution global)
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pour évaluer ce modèle. Enfin, la fonctionnalité de l’algorithme d’apprentissage profond est
présentée dans le système.

3.2.3.1 Architecture multicouche

L’architecture proposée est composée de trois couches : la couche ville intelligente, la
couche Big Data et la couche apprentissage profond.
— La couche ville intelligente : concerne la question des villes intelligentes telles que ses

composantes intelligente : santé, environnement, énergie, sécurité, bâtiments, résiden-
tiels, administration, transport intelligent et industries (figure 3.2). Un autre élément
important de cette couche est l’internet des objets, qui sont des capteurs collectent des
données dans la ville intelligente sur la base de la communication en réseau.

Composant de ville intelligente

 santé
intelligente

environnement
intelligent

énergie
intelligente Ville intelligente

sécurité
intelligente

industrie
intelligente

transport
intelligent

bâtiments,résidentiels
intelligents,

administration
intelligente

Figure 3.2 – Composantes de la ville intelligente (Gaur et al., 2015)

— Couche Big Data : la ville intelligente génère une énorme quantité de données. Ces
données sont caractérisées par leur volume, leur vitesse et leur variété. Par conséquent,
un système Big Data est nécessaire et responsable du stockage et du traitement des Big
Data.

— Couche d’apprentissage profond distribué : prend en considération tous les problèmes
liés à l’apprentissage machine, ses types, ses modèles, etc. Les algorithmes d’appren-
tissage approfondi sont distribués sur le réseau de communication. Cette architec-
ture distribuée est justifiée par les caractéristiques des Big Data qui peuvent collecter
une quantité importante de données géographiquement distribuées. L’objectif de cette
couche est d’analyser facilement la couche Big Data.

Couche des villes intelligentes
Maison intelligente, parking intelligent

Couche Big Data
Données des capteurs; données des citoyens

Couche d'apprentissage automatique distribué
Modèle d'apprentissage automatique

Figure 3.3 – Les couches de notre système (Naoui et al., 2020d)
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Dans l’architecture proposée, de l’apprentissage profond distribué, une architecture complète
qui traite le processus d’apprentissage profond de l’acquisition, du stockage et de l’analyse
des données a été proposée. L’effet Big Data au sein de l’architecture est dû aux raisons
suivantes :

— Acquisition de données provenant de sources multiples, géographiquement réparties
dans les villes intelligentes.

— Le stockage des données est réparti en plusieurs clusters.

— Le modèle d’apprentissage profond analyse les données de plusieurs clusters pour
décrire ou prévoir les données.

3.2.3.2 Description mathématique

Soit (�) un ensemble de données � = { 5 (-1, H1), (-2; H2), (-8; H8) (-8+1; H8+8) (-<, H<)}
, où -8 sont les ensembles à n dimensions avec les valeurs connues associées H8, pour une
variable de réponse H, et < est le nombre d’ensembles dans �. Le modèle d’apprentissage
approfondi est appliqué aux données �. Dans l’apprentissage profond distribué, les données
complètes sont divisées en� = {�1, �2, �=}. Soit C un ensemble deCluster� = {�1,�2...�=}
chaque Cluster � 9 est utilisée pour stocker des données � 9 provenant de plusieurs sources de
villes intelligentes. Le modèle d’apprentissage profond " est appliqué pour les Clusters afin
de créer une vision complète des données. Soit " 9 = Modèle(� 9 ), qui renvoie le Modèle 9
des données � 9 dans le cluster � 9 .

Quatre mesures ont été définies pour évaluer le modèle proposé : Erreur quadratique
moyenne (MSE), Erreur quadratique moyenne interne du cluster (IMSE), Temps d’exécution
du cluster (Cte) et Temps d’exécution global (Gte).

— Erreur quadratique moyenne (MSE) : est calculée avec l’écart-type entre la valeur
observée H et la valeur prédite H′ des données �, comme suit :

"(� =

∑8=<
8=1 |H8 − H′8 |

2

<
(3.7)

— Erreur quadratique moyenne interne du cluster i (IMSE) : est calculée avec l’écart type
des données � 9 = {[(-:1 , H:1), (-:1+1, H:1+1)...(-:2 , H:2)]}, stockées dans le Cluster 9
entre la valeur observée H et les valeurs prédites H′ .

�"(� =

∑:2
:1
|H8 − H′8 |

2

:2 +1− :1
(3.8)

— Temps d’exécution du cluster (Cte) : c’est le temps établi pour exécuter les tâches du
cluster.

— Temps d’exécution global (Gte) : est le temps établi pour exécuter toutes les tâches dans
le cas de plusieurs clusters fonctionnant en parallèle ; le temps global est, le cluster qui
a le temps d’exécution maximum.
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Figure 3.4 – Architecture de système (Naoui et al., 2020d)

3.2.3.3 Algorithme d’apprentissage distribué

Algorihtme 7 Apprentissage approfondie distribue
Input : Ensemble de Clusters ={�1,�2, . . . ,�=} , Ensemble de données dans les Clusters =

{�1(�1),�2(�2), . . . ,�= (�=)}
Output : Ensemble de modèle ">34; = {">34;1, ">34;2, . . . , ">34;=} of Model
for �02ℎ(�8 (�8) do

">34;8← �8 (�44?;40A=8=6(�8))
return ">34;8

3.2.4 Validation expérimentale
Cette section présente l’expérimentation de l’architecture proposée. Tout d’abord, le

paltforme de l’expérimentation est illustré dans la section 3.2.4.1. Ensuite, le modèle d’ap-
prentissage approfondi utilisé dans cette expérimentation est présenté en 3.2.4.2. Les points
3.2.4.3 et 3.2.4.4 présentent les résultats du modèle d’apprentissage approfondi distribué
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proposé. Ensuite, au point 3.2.4.5, l’architecture proposée est comparée avec trois modèles
d’apprentissage : K plus proche voisin KNN (K Nears Neighbor), arbre de décision (CART)
et base naïve (NB). Les paramètres de comparaison sont les paramètres cités au point 3.2.3.2,
à savoir l’erreur quadratique moyenne (MSE), l’erreur quadratique moyenne interne (IMSE),
le temps d’exécution du cluster (Cte) et le temps d’exécution global (Gte).

3.2.4.1 Framework d’expérimentation

Framework a été implémenté pour tester et valider l’approche proposée. Il est composé
comme suit :

— Hadoop paltforme : Hadoop est l’un des paltformes les plus connus pour le système
Big Data (Taylor, 2010).

— Python : un langage de programmation qui a beaucoup de succès pour le modèle
d’apprentissage des Machines Learning.

— Deux machines ayant les mêmes caractéristiques (DELL INSPIRON N4050 - Intel
Core i5-2450M/ 2,50 GHz - RAM 6 Go) ont été utilisées.

3.2.4.2 L’algorithme LSTM

L’algorithme LSTM a été appliqué en tant qu’algorithme d’apprentissage profond. L’ar-
chitecture de LSTM est composée de trois couches : la couche d’entrée, 4 unités cachées et
la couche de sortie.

3.2.4.3 Environnement intelligent

Le processus d’environnement intelligent (Smart Environment) pour la prévision du to-
luène a été étudié. Le niveau de toluène (méthyl-benzène) a étémesuré en `6/<3. L’exposition
à long terme à cette substance (présente également dans la fumée de tabac) peut entraîner
des complications rénales ou des lésions cérébrales permanentes. Deux études de cas ont été
utilisées. Le premier cas représente l’approche proposée ; les données ont été divisées en 2
Clusters et dans le second cas, un seul Cluster a été utilisé (tableau 3.2) (Naoui et al., 2020d).

Tableau 3.2 – Cas d’étude, Clusters et données utilisés dans l’environnement intelligent

Cas d’étude Clusters Données utilisées

Premier cas d’étude (Case study 01) Cluter1 Qualité de l’air de Madrid 2016
Cluter2 Qualité de l’air de Madrid 2017

Deuxième cas d’étude (Case study 02) un seul cluster Qualité de l’air de Madrid 2016/2017

La figure 3.5 présente les valeurs réelles du toluène et la figure 3.6 illustre lemodèle LSTM
de l’algorithme d’apprentissage profond distribué proposé. Les résultats sont les suivants :
Erreur quadratique moyenne interne (5,24), temps d’exécution du cluster (561,90) et temps
d’exécution global (561,90).
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Figure 3.5 – Toluène à Madrid en 2016

Figure 3.6 – LSTM Prévision du toluène en 2016

La figure 3.7 présente les valeurs réelles du toluène et la figure 3.8 illustre lemodèle LSTM
de l’algorithme d’apprentissage profond distribué proposé. Les résultats sont les suivants :
Erreur quadratique moyenne interne (6.10), temps d’exécution du cluster (524.26) et temps
d’exécution global (524.26).

Figure 3.7 – Toluène à Madrid en 2017

Figure 3.8 – LSTM Toluene prediction en 2017
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3.2.4.4 Énergie intelligente

La prévision de la consommation d’énergie intelligente joue un rôle important dans les
domaines de recherche. Elle offre des modèles qui peuvent aider les utilisateurs à choi-
sir la meilleure décision. Chaque seconde et chaque minute des informations quotidiennes
provenant des données énergétiques sont collectées pour être analysées. Les données sur
la production d’énergie éolienne en Australie ont été utilisées. Le premier cas représente
l’approche proposée. Les données ont été divisées en deux clusters : les données du premier
Cluster (du 01-01-2015 au 31-3-2015) et celles du second Cluster (du 31-03-2015 au 2015-
06-30). La seule Cluster ( du 01-01-2015 au 2015-06-30) est présentée dans le tableau 3.3
(Naoui et al., 2020d).

Tableau 3.3 – Cas d’étude, Clusters et données utilisés dans l’énergie intelligente

Cas d’étude Clusters Données utilisées

Premier cas d’étude (Case study 01) Cluter1 Énergie éolienne en Austra-
lie (Du 01-01-2015 au 31-3-
2015)

Cluter2 Énergie éolienne en Austra-
lie (Du 31-03-2015 au 30-06-
2015)

deuxième cas d’étude 02 seul cluster Énergie éolienne en Austra-
lie( Du 01-01-2015 au 30-06-
2015)

La figure 3.9 présente les valeurs réelles des prévisions d’énergie éolienne en Australie
dans la Cluster 1 (du 01-01-2015 au 31-3-2015) et la figure 3.10 illustre le modèle LSTM de
l’algorithme d’apprentissage approfondi distribué proposé. Les résultats sont les suivants :
Erreur quadratique moyenne interne (12514.89), temps d’exécution du cluster (50.77) et
temps d’exécution global (80.00).

Figure 3.9 – Cluster1 :Énergie éolienne
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Figure 3.10 – Cluster1 : LSTM Prévision de l’énergie éolienne

La figure 3.11 présente les valeurs réelles des prévisions d’énergie éolienne en Australie
(du 31-03-2015 au 2015-06-30) et la figure 3.12 illustre le modèle LSTM de notre proposition
d’algorithme d’apprentissage approfondi distribué. Les résultats sont les suivants : Erreur
quadratique moyenne interne (10976.75), temps d’exécution du cluster (80.00) et temps
d’exécution global (80.00).

Figure 3.11 – Cluster2 :Production de l’énergie éolienne

Figure 3.12 – Cluster2 :LSTM prévision de l’énergie éolienne

3.2.4.5 L’étude comparative

L’approche proposée est comparée avec trois machines d’apprentissage : le plus proche
voisin (KNN), l’arbre de décision (CART) et la prédiction bayésienne (NB). Les paramètres
proposés dans la partie 3.2.3.2 ont été calculés, à savoir l’erreur quadratique moyenne (MSE),
l’erreur quadratique moyenne interne (IMSE), le temps d’execution des clusters en secondes
(Cte) et le temps d’exécution global en secondes (Gte) (tableau 3.4 et tableau 3.5)(Naoui
et al., 2020d).
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Tableau 3.4 – Résultats des modèles de Toluène

Clusters Model MSE IMSE CTe GTe

Cluster1(Case study 01)

KNN - 294.67 13.88 20.12
CART - 325.60 2.21 2.21
NB - 7497.23 3.10 3.17

LSTM - 5.24 561.90 561.90

Cluster2(Case study 01)

KNN - 340.48 20.12 20.12
CART - 395.31 1.98 2.21
NB - 8598.44 3.17 3.17

LSTM - 6.10 524.26 561.90

Single cluster(Case study 02)

KNN 343.24 - - 146.13
CART 360.95 - - 15.03
NB 7185.87 - - 15.66

LSTM 16.97 - - 969.72

Tableau 3.5 – Résultats des modèles d’énergie éolienne en ville d’Australie

Clusters Model MSE IMSE CTe GTe

Cluster1(Case study 01)

KNN - 663683.50 0.054 0.12
CART - 169767.67 0.26 1.28
NB - 792401.10 0.47 0.87

LSTM - 12514.89 50.77 80.00

Cluster2(Case study 01)

KNN - 284094.33 0.12 0.12
CART - 149426.61 1.28 1.28
NB - 143428.25 0.873 0.87

LSTM - 10976.75 80.00 80.00

Single cluster(Case study 02)

KNN 365183.56 - - 0.14
CART 156986.54 - - 1.71
NB 176899.11 - - 1.03

LSTM 13284.86 - - 87.56

a)Comparaison avec le temps d’exécution

Le temps d’exécution global dans environnement intelligent et dans énergie intelligente de
chaquemodèle KNN, CART, NB et LSTM est le minimum dans les premiers cas d’utilisation.
Les données ont été divisées en deux Clusters afin d’exécuter leur tâche en moins de temps
qu’un seul Cluster. Ce résultat démontre l’avantage de l’architecture distribuée proposée,
dans laquelle les données sont divisées en Cluster. Cette approche permet de réduire le temps
global d’exécution.
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Figure 3.13 – Temps d’exécution global de l’environnement intelligent

Figure 3.14 – Temps d’exécution global de l’énergie intelligente

b)Comparaison avec la capacité de prévisibilité

Le pouvoir de prévisibilité a été évalué par l’erreur quadratique moyenne et l’erreur
quadratiquemoyenne interne. Des résultats différents ont été observés pour les modèles KNN,
CART et NB. Par exemple, le modèle KNN dans l’environnement intelligent a enregistré les
valeurs suivantes : Cluster1 (294.67), Cluster2 (340.48) et pour un seul Cluster (343.24).
Dans l’énergie intelligente, le modèle KNN a enregistré les valeurs suivantes : Cluster1
(663683.50), Cluster2 (284094.33) et pour un seul Cluster (365183.56). Par conséquent, le
modèle LSTM est le meilleur modèle et représente le minimum en matière d’environnement
intelligent et énergie intelligente dans les différents cas d’utilisation. En outre, le modèle
LSTMdu cas 1 dans le domaine de l’environnement et de l’énergie intelligents est leminimum
par rapport au modèle LSTM du deuxième cas (figure 3.15 et figure 3.16 ). Ce résultat
illustre l’avantage du modèle d’apprentissage approfondi pour l’environnement et l’énergie
intelligents. De plus, l’architecture de l’apprentissage approfondi distribué optimise lemodèle
LSTM.
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Figure 3.15 – La comparaison LSTM entre le MSE et l’IMSE de l’environnement intelligents.

Figure 3.16 – La comparaison LSTM entre le MSE et l’IMSE de l’énergie intelligents.

3.2.4.6 Résultats et discussion

Les avantages de l’architecture proposée ont été démontrés selon trois axes :
— Le temps d’exécution global : l’architecture proposée peut réduire le temps d’exécution

pour analyser les Big Data dans les villes intelligentes. Elle peut optimiser le temps
d’exécution pour les Big Data caractérisés par leur énorme volume de données.

— Meilleur modèle : l’architecture proposée démontre l’importance du modèle d’appren-
tissage approfondi (LSTM) pour les prévisions énergétiques et environnementales des
villes intelligentes.

— Optimisation du modèle : l’architecture proposée peut optimiser et améliorer le modèle
d’apprentissage approfondi (LSTM).

3.2.5 Conclusion sur la contribution N°1
Le domaine de recherche des villes intelligentes est important. Plusieurs projets de re-

cherche ont proposé une architecture pour aborder les processus dans les villes intelligentes.
En conséquence, notre contribution introduit une architecture distribuée pour un apprentis-
sage approfondi basé sur les Big Data dans les villes intelligentes. L’architecture proposée
aborde le processus d’exploration des données dans les villes intelligentes, en particulier
l’acquisition, le stockage et l’analyse des données. L’architecture proposée traite les Big Data
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dans les villes intelligentes qui sont géographiquement distribuées et caractérisées par leur
variété de volume et de vitesse. Par conséquent, des Clusters distribués ont été proposés pour
stocker les données. Lemodèle d’apprentissage profond peut entraîner les données distribuées
à construire le meilleur modèle. Un framework a été développé pour valider l’importance
de l’approche proposée. Les composantes de ce framework étaient Hadoop pour le stockage
des données et le langage de programmation Python pour développer un modèle d’appren-
tissage. L’architecture proposée a été appliquée dans l’environnement intelligent pour créer
des modèles qui décrivent les prévisions du toluène et l’énergie intelligente pour décrire les
prévisions de l’énergie éolienne. Enfin, deux cas ont été comparés ; dans le premier cas, deux
Clusters ont été utilisés et dans l’autre cas, une seule Cluster a été utilisée. La comparaison
entre l’erreur quadratique moyenne interne et l’erreur quadratique moyenne et le temps d’exé-
cution du cas d’utilisation du taux d’apprentissage a démontré l’importance de l’architecture
proposée. Sur la base des résultats de cette étude, dans le cadre de travaux futurs, un autre
algorithme d’apprentissage profond tel que le réseau neuronal de convolution et l’auto-codeur
sera appliqué.

3.3 Contribution N°2

3.3.1 Introduction
Cette contribution vise à proposer un modèle d’apprentissage approfondi basé sur le Big

Data pour le système de santé afin de prédire les données des réseaux sociaux . Les utilisateurs
des réseaux sociaux publient quotidiennement de grandes quantités d’informations sur les
soins de santé et en même temps, les hôpitaux et les laboratoires médicaux stockent de très
grandes quantités de données sur les soins de santé, comme les radiographies.

Nous proposons une architecture qui peut intégrer l’apprentissage profond, les réseaux
sociaux et les Big Data. L’apprentissage profond est l’un des domaines de recherche les plus
difficiles, et il est de plus en plus populaire dans le secteur de la santé. Il utilise une analyse
approfondie pour extraire les connaissances avec une précision optimale. L’architecture pro-
posée se compose de trois couches : la couche d’apprentissage profond, la couche Big Data
et la couche des réseaux sociaux. La couche Big Data comprend des données pour les soins
de santé, tels que les radiographies. Pour la couche d’apprentissage profond, nous proposons
trois modèles de réseau neuronal à convolution sont proposé pour la classification des images
radiographiques.

Les systèmes de santé sont apparus comme un domaine d’intérêt pour la recherche,
notamment en ce qui concerne les montants importants de données hétérogènes sur les soins
de santé. Ces dernières années, les données sur les soins de santé sont devenues de plus
en plus complexes parce qu’il existe de nombreux types de données, telles que les données
structurées, semi-structurées et non structurées. Il existe également de multiples sources de
données sur les soins de santé, telles que les réseaux sociaux, les laboratoires, lesmédicaments,
les instruments, etc. En conséquence, le volume d’informations stockées dans le système de
santé est en constante augmentation et les logiciels traditionnels ont du mal à le gérer. Une
architecture de données de Big Data peut améliorer le système de santé en fournissant un
cadre idéal pour les données, en renvoyant à des données complexes et volumineuses qui
peuvent facilement gérer des données volumineuses provenant de sources multiples et offrant
une diversité de types de données. Plusieurs études ont porté sur l’utilisation des réseaux
sociaux dans le système de santé, pour diverses raisons (Schein et al., 2011) :

— Recrutement pour les essais cliniques.
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— Le développement professionnel et la formation des cliniciens.
— Communication et coordination interprofessionnelles.
— Défense de la santé et collecte de fonds pour les organisations de santé.
— Développement d’outils interactifs d’autogestion et de plugin pour les plateformes de

médias sociaux populaires.
— Messages de santé publique.
— Surveillance des maladies infectieuses.
Dans cette contribution, nous proposons un modèle d’apprentissage approfondi des pro-

blèmes de prédiction des soins de santé dans les réseaux sociaux. L’architecture de ce modèle
combine l’apprentissage profond, Big Data et les réseaux sociaux. En outre, la méthode
proposée vise à répondre aux questions suivantes :
— Comment stocker les données importantes pour le système de santé dans un système

distribué et hétérogène?.
— Quel est le modèle qui peut décrire les données du système de santé?.
— Comment les utilisateurs de réseaux sociaux peuvent-ils prévoir ses données, par

exemple une image radiographique?
La présentation de la contribution est structurée comme suit : dans la section 3.3.2,

les travaux connexes qui décrivent les différents types de recherche dans le domaine des
réseaux sociaux, des soins de santé et de l’apprentissage automatique. La section 3.3.3,
présente l’approche proposée. La section 3.3.4, présente la validation du système. Les résultats
sont comparés dans la section 3.3.5. Enfin, dans la section 3.3.6, les futurs travaux et une
brève conclusion de cette étude de recherche et les perspectives pour les travaux futurs sont
présentés.

3.3.2 Travaux connexes
3.3.2.1 Réseaux sociaux et sites pour le secteur de la santé

Aujourd’hui, il existe plusieurs sites et réseaux sociaux dédiés au secteur de la santé. 
Le réseau Figure1 est un site de réseau social où les utilisateurs peuvent partager leurs 
connaissances. Par exemple, les utilisateurs peuvent afficher une image radiographique et 
d’autres utilisateurs peuvent commenter cette image. Open-iBiomedical image est un site 
contenant des milliers d’images médicales avec toutes les informations sur la maladie et l’âge 
du patient, son état, son diagnostic et son traitement. C’est l’un des sites les plus importants 
utilisés pour manipuler du texte et des images.

MedPix est une base de données en ligne gratuite avec un accès libre aux imagesmédicales,
aux sujets cliniques, à la fusion d’images, et des métadonnées textuelles comprenant plus de
12 000 scénarios de cas de patients, 9 000 thèmes et environ 59 000 images. Son principal
public cible comprend les médecins, les infirmières, les étudiants en médecine et les étudiants
en soins infirmiers.

3.3.2.2 Les données des réseaux sociaux pour la prévision des soins de santé

Plusieurs études ont examiné les données recueillies à partir des réseaux sociaux de
prédiction des maladies, de l’athérosclérose cardiaque de la santé publique (Achrekar et al.,
2011), ou la propagation de la maladie infectieuse (Hirose & Wang, 2012). Ces recherches
recueillent des données provenant des réseaux sociaux afin de construire unmodèle permettant
de prédire les maladies.
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3.3.2.3 L’exploration des données pour les soins de santé

Certaines études ont abordé les défis de l’exploration des données dans le domaine des
soins de santé (Koh et al., 2011; Bellazzi & Zupan, 2008; Canlas, 2009; Hosseinkhah et al.,
2009) tandis que d’autres se sont concentrés sur la prévision des maladies (Kumari &Godara,
2011; Dangare & Apte, 2012; Gupta et al., 2011). En outre, plusieurs études ont proposé
des modèles et des machines learning pour le système de santé, tel que l’arbre de décision
(Khan et al., 2008; Moon et al., 2012; Chien & Pottie, 2012; Chang & Chen, 2009), la
machine à vecteurs de distance (Fei, 2010; Huang et al., 2008; Avci, 2009; Abdi & Giveki,
2013) les réseaux neuronaux (Er et al., 2010; Das et al., 2009; Gunasundari & Baskar, 2009)
la méthode bayésienne (Chien & Pottie, 2012; Liu & Lu, 2009) la régression (Gennings
et al., 2012; Agarwal et al., 2011), Clustering (Tapia et al., 2009; Escudero et al., 2011;
Chipman & Tibshirani, 2006; Chen et al., 2005; Belciug, 2009; Celebi et al., 2005), ou
l’algorithme Apriori (Ji et al., 2011; Soni & Vyas, 2010). De plus, plusieurs auteurs ont
souligné les avantages de data mining dans le secteur de la santé. Parmi ceux-ci, on peut citer
la disponibilité de solutions médicales pour les patients à moindre coût ; la détection et la
prédiction de la cause des maladies et l’identification des méthodes de traitement médical ;
et un soutien efficace à la prise de décision en matière de santé (Koh et al., 2011).

3.3.2.4 Big Data pour les soins de santé

Les caractéristiques de Big Data sont connues sous le nom de XV, à savoir le volume,
la variété, la vitesse, la véracité et la valeur. Ainsi, un modèle basé sur Big Data est un
modèle idéal pour le système de santé. Par conséquent, plusieurs études ont examiné le
volume des données dans le système de santé, telles que les informations personnelles,
les images radiologiques, l’imagerie 3D, les génomiques, le traitement des signaux et la
lecture des capteurs biométriques (Widmer et al., 2014; Van Essen et al., 2012). Il existe
différents types de données : structurées, semi-structurées et non structurées. La vitesse fait
référence à la vitesse à laquelle les données sont générées, par exemple, les données de
radiographie. La véracité dans le système de santé signifie que le Big Data fournit certificat
sur les diagnostics/traitements. La valeur fait référence à la qualité d’information.

3.3.2.5 Apprentissage approfondi dans le domaine des soins de santé

Les méthodes traditionnelles d’exploration de données tendent à favoriser les données
simples et structurées, qui peuvent ne pas être en mesure d’utiliser efficacement la richesse
des informations contenues dans les données sur les soins de santé. Le dernier paradigme
en matière de technologies d’apprentissage approfondi permet d’extraire efficacement des
informations de sources complexes et hétérogènes. Plusieurs recherches dans le domaine
d’apprentissage approfondi pour les soins de santé ont proposé unmodèle d’apprentissage des
données sur les soins de santé pour le diagnostic du cancer (Fakoor et al., 2013), la conception
de médicaments (Miotto et al., 2016), la prévision des maladies, suivi du comportement
humain (Lipton et al., 2015), et les maladies liées au mode de vie (Phan et al., 2015).

3.3.3 Proposition
3.3.3.1 Architecture de système

La Figure 3.17 présente l’architecture UML(Uniform Modeling Language) du système
proposé. Elle est composée de trois couches : une couche Big Data, une couche d’apprentis-
sage profond, et une couche de réseau social.
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— La couche Big Data : cette couche est responsable du stockage et de la gestion des
données sur la santé. Elle offre aux utilisateurs un framework pour les données qui se
caractérise par le volume, la variété, la vitesse, la véracité et la valeur.

— La couche d’apprentissage profond : cette couche offre aux utilisateurs, multiples
algorithmes d’apprentissage profond. Elle analyse les données stockées dans la couche
Big Data pour fournir des résultats approfondis aux utilisateurs du système.

— La couche réseaux sociaux : elle est le responsable des réseaux sociaux en tant que
source d’informations sur les soins de santé. Il existe plusieurs réseaux sociaux qui
peuvent être classés en deux catégories selon les informations sur les soins de santé, les
réseaux sociaux généraux : contenant des informations générales sur les soins de santé,
par exemple, Facebook, Twitter, etc. et les réseaux sociaux sur les soins de santé : qui
ne contiennent que des informations sur les soins de santé, par exemple, le site Figure1.

Couche Big Data
Couche apprentissage

profondExtraction de
données

Création de modèle
Prediction

Couche réseaux sociaux

Figure 3.17 – Diagramme UML

La Figure 3.18 présente les composantes de l’architecture proposée (Naoui et al., 2020d).
Elle est composée de :

Couche Big Data

Couche
apprentissage
profond ( Deep

Learning )

Couche réseaux
sociaux

Donnée1 Donnée2 Donnée i Donnée n

Apprentissage
profond 1

Apprentissage
profond 2

Apprentissage
profond i

Apprentissage
profond n

Modèle iModèle 1 Modèle 2 Modèle n

Figure 3.18 – Architecture de notre système

— Fichier HDFS (Hadoop Distributed File System) : est un système de fichiers distribués
utilisé pour stocker Big Data fonctionnant sur des Clusters de manière fiable. Le HDFS
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permet une détection/récupération rapide et automatique des pannes, prend en charge
l’accès continu aux ensembles de données et facilite le traitement de grands ensembles
des données à partir de la plate-forme hétérogène.

— Données 8 ∈ [1.=] : elle représente les données stockées de Big Data , les données de
soins de santé provenant des données cliniques des hôpitaux, etc.

— Algorithmes d’apprentissage profond 8 ∈ [1.=] : se sont des tâches d’algorithme d’ap-
prentissage profond.

— Le modèle 8 ∈ [1.=] : le modèle formé construit avec un algorithme d’apprentissage
profond.

— Les réseaux sociaux : les utilisateurs de médias sociaux se connectent au modèle pour
prévoir ses données, par exemple, une classification d’une image radiographique.

3.3.3.2 Cas d’utilisation (prédiction de l’image radiographique)

Cette section présente l’étude de cas d’une image radiographique, d’un ensemble de
données et plusieurs algorithmes d’apprentissage profond basés sur le réseau neuronal de
convolution (CNN) pour prédire une image radiographique. L’algorithme CNN est l’un des
algorithmes les plus importants de classification des images. Il est donc appliqué pour classer
les maladies à l’aide des images radiographiques. Il existe de multiples et grandes sources
d’images, c’est pourquoi les outils Big Data sont proposés pour les stocker et les gérer. Les
chercheurs ont identifié de nombreux problèmes dans le diagnostic des images radiologiques,
soit en raison de la diversité des diagnostics, soit de la difficulté du diagnostic lui-même. Par
conséquent, un apprentissage approfondi peut aider à relever ces défis, car les algorithmes
traditionnels ne suffisent plus à les résoudre. Il constitue également un complément précieux
dans le domaine médical et aide également les médecins et leurs patients. En outre, un
apprentissage approfondi peut aider les utilisateurs à résoudre la confusion qu’entraîne un
mauvais diagnostic sur les images radiographiques. L’étude des images radiographiques a
pour but d’analyser l’énorme ensemble de données du système de santé. Par exemple, l’institut
de la santé américaine NIH (National Insttitu of Health) publiée des milliers d’images en
octobre 2017. De plus, les nombreuses maladies pulmonaires et la grande convergence entre
elles rendent difficile une personne non compétente pour les distinguer. Ainsi, cette étude
utilise les images radiographiques de la radiographie thoracique14, Shenzhen et l’ensemble
des données radiologiques du comté de Montgomery.

3.3.3.3 Description de l’ensemble de données

L’institut de la santé américaine NIH est un organisme gouvernemental des institutions
américaines qui sont impliquées dans la recherche médicale et biomédicale. Elles dépendent
du département de la santé et des services sociaux des États-Unis (Wang et al., 2017b). En
octobre 2017, l’institut de santé américaine a ouvert les sources d’images de radiographie
pulmonaire nommées Radiographie du thorax14. Les images ont été publiées pour permettre
aux médecins de prendre de meilleures décisions de diagnostic pour les patients atteints de
maladie pulmonaire 112.120 radiographies pulmonaires PNG (Portable Network Graphics)
en 1024 × 1024 résolutions (Wang et al., 2017b). La radiographie du thorax14 comprend 14
maladies : Atélectasie, cardiomégalie, épanchement, infiltration, masse, nodule, pneumonie,
pneumothorax, épaississement pleural, consolidation, emphysème, hernie, fibrose et œdèmes.

Radiographie du comté de Montgomery : les images radiographiques de cette collection
de données ont été recueillies par Shenzhen Hospital, dans la province de Guangdong de la
Chine. Des radiographies ont été obtenues dans le cadre des soins de routine à Shenzhen
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Hôpital. La collection contient des images JPEG. Il y a 340 images radiographiques normales
et 275 images radiographiques anormales (Jaeger et al., 2014). Les données de Montgomery
sont également divisées en deux catégories : normales et anormales.

3.3.3.4 Couche Big Data

Dans la couche Big Data, les images sont stockées dans les nœuds HDFS. L’apprentis-
sage profond s’entraîne sur les données pour créer un modèle. La figure 3.19 montre les
composantes de la couche Big Data (Naoui et al., 2020d).

Image stockées dans
les nœuds

Entraînement
Training

Figure 3.19 – Données d’image basées sur le système de fichiers distribué Hadoop

3.3.3.5 Couche d’apprentissage approfondie

Récemment, les modèles CNN ont été très efficaces pour reconnaître et classer les images
dans les Big Data en raison de leur capacité d’utiliser des algorithmes de formation hautement
évolutifs. Ces algorithmes sont utilisés pour fournir un apprentissage approfondi pour les
images dans les réseaux sociaux. Par conséquent, l’apprentissage approfondi peut être utilisé
pour analyser les images d’IRM (Magnetic Resonance Imaging) et de radiographie, pour
aider diagnostiqué et établir un pronostic. CNN est un réseau de feed-forward et se compose
de trois couches : une couche de convolution, couche de mise en commun, et une couche
entièrement de connexion (LeCun et al., 1990). Le tableau 3.6 résume les trois modèles CNN
proposés pour les problèmes de classification :

Tableau 3.6 – Modèle et classification

Modèles Classification

CNN1 Images radiographiques thoraciques / radiographiques
non thoraciques / autres images radiographiques.

CNN2 Normal/ Anormal
CNN3 Classification des maladies

Le modèle CNN1 : ce modèles le plus simple des modèles de classification. La différence
entre les images est facile à identifier. L’entrée est une image et la sortie est une classe
d’image, qu’il s’agissent d’une radiographie du thorax (ChestX ray), et une radiographie
du non thorax (No ChestX ray), ou autre image radiographique (Other X-ray). Six couches
de réseau neuronal sont proposées : 2 couches de convolution, 2 couches de regroupement
maximum (Max Pooling), et 2 couches entièrement connectées ( fully connected) avec 32
matrices de filtrage. La fonction d’activation ReLu est utilisée à la fin de l’analyse neurale
avec un taux d’apprentissage de 10e-4. La figure 3.20 présente le modèle l’architecture du
modèle CNN1.
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Figure 3.20 – Architecture du modèle CNN1

Le modèle CNN2 : pour ce modèle, l’entrée est une image radiographique et la sortie
est l’état de santé de l’image : normal ou anormal. Ce modèle CNN est constitué d’un
plus grand nombre de couches que l’algorithme précédent : 3 couches de convolution, 3
couches de regroupement moyen (average Pooling), et 3 couches entièrement connectées
(fully connected) avec une augmentation du nombre de filtres (jusqu’à 128 filtres). Le modèle
a été testé en premier lieu à un taux d’apprentissage de 10e-4 et et en deuxième lieu à un taux
d’apprentissage de 10e-5. La figure 3.21 présente l’architecture du modèle CNN2.

Entrée: Images radiographiques
thoraciques

C
ou

ch
e 

de
 c

on
vo

lu
tio

n
Fo

nc
tio

n 
d'

ac
tiv

at
io

n:
 R

eL
U

M
is

e 
en

 c
om

m
un

 m
oy

en
Av

er
ag

e 
Po

ol
in

g

C
ou

ch
e 

de
 c

on
vo

lu
tio

n
Fo

nc
tio

n 
d'

ac
tiv

at
io

n:
 R

eL
U

M
is

e 
en

 c
om

m
un

 m
oy

en
ne

Av
er

ag
e 

Po
ol

in
g

En
tiè

re
m

en
t c

on
ne

ct
é

Fu
lly

 c
on

ne
ct

ed
 la

ye
r 

Normal/Abnormal

C
ou

ch
e 

de
 c

on
vo

lu
tio

n
Fo

nc
tio

n 
d'

ac
tiv

at
io

n:
 R

eL
U

M
is

e 
en

 c
om

m
un

 m
oy

en
ne

Av
er

ag
e 

Po
ol

in
g

En
tiè

re
m

en
t c

on
ne

ct
é

Fu
lly

 c
on

ne
ct

ed
 la

ye
r 

En
tiè

re
m

en
t c

on
ne

ct
é

Fu
lly

 c
on

ne
ct

ed
 la

ye
r 

Figure 3.21 – Architecture du modèle CNN 2

Le modèle CNN3 : c’est le modèle le plus difficile ; il nécessite un plus grand nombre
de couches et de filtres. L’entrée est une image radiographie de l’état d’un patient (anormal)
et la sortie est le nom de la maladie. Elle comporte 9 couches et 128 filtres, pour un taux
d’apprentissage de 10e-5, en utilisant la fonction ReLu. La figure 3.22 présente l’architecture
du modèle de CNN3.
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Entrée: Images Abnormal
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Figure 3.22 – Architecture du modèle CNN 3

3.3.3.6 La couche des réseaux sociaux

Twitter est l’un des sites de réseau social les plus populaires. Pour cette étude, le système
a téléchargé les images publiées dans les tweets. Ensuite, le modèle a été testé pour répondre
dans le commentaire de Twitter de la classe d’images. La figure 3.23 montre le processus de
prédiction de la couche des médias sociaux.

Modèle CNN prédire Répondre sur
Twitter

Figure 3.23 – Processus de prédiction de la couche de médias sociaux

3.3.4 Validation du modèle proposé
Le modèle proposé a été validé avec Python Hadoop et TensorFlow. Python a accès à

des bibliothèques ; il est donc le plus utilisé dans le domaine de l’intelligence artificielle et
de l’apprentissage machine. TensorFlow, Tweepy et Pyspark sont tous les deux supportés par
Python. Ses interpréteurs sont disponibles pour d’autres systèmes d’exploitation. Les biblio-
thèques les plus connues dans le domaine de l’intelligence artificielle sont des bibliothèques
Python intégrées, telles que TensorFlow, Scikit-learn, et Keras. TensorFlow a été créé pour
utiliser le langage Python, bien qu’il existe d’autres programmes utilisés dans ces biblio-
thèques, mais pas aussi efficaces que Python (Raschka & Mirjalili, 2017). Hadoop est une
plateforme logicielle open-source écrite en Java pour stocker et manipuler des données mas-
sives dans un format distribué. Par exemple en stockant des données énormes sur plusieurs
serveurs et en distribuant ensuite le processus de traitement à ces appareils pour accélérer
le résultat du traitement (Grover et al., 2015). TensorFlow, développé par Google et publié
en 2015, est un cadre d’apprentissage machine open-source pour le calcul numérique haute
performance. De nombreuses entreprises utilisent actuellement TensorFlow comme IBM,
Twitter, Intel, Nvidia (Abadi et al., 2016). Dans cette étude, le TensorFlow a été utilisé pour
trois algorithmes CNN afin de déterminer le type d’image (radiographie du thorax, pas une
radiographie du thorax, une autre radiographie) ; pour déterminer si une personne est infectée
ou non (normale ou anormale) ; et pour identifier le type de maladie. Tout d’abord, le CNN1
a été formé pour déterminer le type d’image (radiographie du thorax, pas de radiographie
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du thorax, autre radiographie). Ensuite, le CNN2 a été formé à l’aide de radiographies pul-
monaires des ensembles de données afin de déterminer si la personne est infectée ou non
(normale ou anormale). Enfin, le CNN3 a été formé sur la base de l’ensemble des données
de l’institut NIH qui contient environ 112 000 radiographie divisées en 14 classes. Ainsi,
TensorFlow a été utilisé pour identifier le type de la maladie. La figure 3.24 présente le
processus de prédiction des images.

En outre, le système proposé (Naoui et al., 2020a) montre comment obtenir des images
de Twitter via l’API Twitter développée par la même société qui fournit un accès complet aux
tweets et aux images. Une fois quelqu’un publie une image de radiographie pulmonaire, il
est enregistré, son taux d’infection est obtenu, le type de maladie est déterminé, et le tweet
est ensuite répondu avec un commentaire. Les images sont stockées dans plusieurs nœuds
conçus par Hadoop, chacun d’eux contenant un large quantité d’images, et le système proposé
permettra d’accéder à ces images et de les former pour obtenir le modèle.

Si Radiographie
pulmonaire Type de maladie

Radiographie
pulmonaire

Figure 3.24 – Processus de prédiction d’images par le système proposé

Le tableau 3.7 résume les paramètres utilisés pour chaque modèle CNN. La figure 3.25
présent la précision d’entraînement TensorBoard de la classification pour CNN1 et la figure
3.26 pour CNN2.

Tableau 3.7 – Paramètre de CNN

CNN CNN1 CNN2 CNN3

Taille du lot (Batch size) 16 16 16
Taille de l’image (Image size) 256 300 300

Nombre de fichiers dans l’ensemble de formation 2500 2500 112,000
Nombre de couches (Number of layers) 6 9 9

Nombre de fichiers dans l’ensemble de validation 600 500 12000
Nombre d’époque(Number of epoch) 30 20 20
Rythme d’apprentissage (learning rate) 10e-4 10e-4 10e-5

Fonction d’activation (Activation function) ReLu ReLu ReLu

Figure 3.25 – Précision d’entraînement TensorBoard de la classification du CNN1
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Figure 3.26 – Précision d’entraînement TensorBoard de la classification du CNN2

La figure 3.27 montre trois images différentes qui ont été utilisées pour tester le résultat
du CNN1. Dans la première image, la valeur de précision de la radiographie du thorax (Chest
X ray) est de 99,519%. Pour la deuxième image, pas de radiographie du thorax (No X ray),
elle est de 99,97%. Pour la troisième image autre radiographie (Other X ray), la précision est
de 99,03%.

Radiographie du thorax:
99.519%

Pas de radiographie du
thorax:0.009%

Autre radiographie:0.47%

Radiographie du thorax: 
0.03%

Pas de radiographie du
thorax:99.97%

Autre radiographie:0.021%

Radiographie du thorax: 
0.02%

Pas de radiographie du thorax:
0.94%

Autre radiographie:99.03%

Figure 3.27 – Test d’image pour la classification CNN1 des trois images différentes.

La figure 3.28 montre la classification de CNN2 pour la première image. Le résultat est
de 67% pour la classe normale.

Prédire
Normale 67%Modèle CNN2

Figure 3.28 – Test de la première d’image pour la classification CNN2.

La figure 3.29 illustre la classification de CNN3 d’une image radiographique anormale et
le résultat est une pneumonie à 62%.
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Radiographie anormale

Modèle CNN3

Prédire

Pneumonie 62%

Figure 3.29 – Utilisation du modèle CNN3 pour la prédiction de la pneumonie

Tableau 3.8 – La précision des types des maladies obtenus

Anormalité Précision

Atélectasie 0.758
cardiomégalie 0.786

Effusion 0.65
Infiltration 0.8
Masse 0.7
Nodule 0.756

Pneumonie 0.62
Pneumothorax 0.795

Épaississement pleural 0.75
Consolidation 0.645
Emphysème 0.72

Hernie 0.62
Fibrose 0.64
Œdèmes 0.69

3.3.4.1 Prédiction d’image radiographique d’un utilisateur de Twitter

Un utilisateur de Twitter publie une image radiographique et le modèle proposé peut le
classer dans les commentaires des utilisateurs. La figure 3.30 montre le commentaire du
modèle proposé pour anormal (76%) et normal (24%).

Figure 3.30 – Commentaires basés sur la classification d’image du modèle CNN2.
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3.3.5 Etude comparative
Lemodèle proposé a été comparé auxmodèles proposés parWang et al. (2017b), AlexNet,

GoogLeNet, VGGNet-16, et ResNet-50. Le tableau 3.9 résume les résultats obtenus.

Tableau 3.9 – Comparaison avec d’autres résultats

Anormalité Wang et al. AlexNet GoogLeNet VGGNet-16 ResNet-50 Précision

Atélectasie 0.707 0.6458 0.6307 0.6281 0.7069 0.758
Cardiomégalie 0.8141 0.6925 0.7056 0.7084 0.8141 0.786

Effusion 0.7362 0.6642 0.6876 0.6502 0.7362 0.65
Infiltration 0.6128 0.6041 0.6088 0.5896 0.6128 0.8
Masse 0.5609 0.5644 0.5363 0.5103 0.5609 0.7
Nodule 0.7164 0.6487 0.5579 0.6556 0.7164 0.756

Pneumonie 0.6333 0.5493 0.599 0.51 0.6333 0.62
Pneumothorax 0.7891 0.7425 0.7824 0.7516 0.7891 0.795

Average of precision 0.6078 0.5582 0.5597 0.5469 0.6078 0.6383

La précision moyenne de huit anomalies montre la performance du modèle proposé
avec un taux de 0,6383 par rapport aux autres modèles .Wang et al. (2017b), AlexNet,
GoogLeNet, VGGNet-16 et ResNet-50. En outre, l’intégration entre l’apprentissage profond,
les Big Data et les réseaux sociaux dans le système de santé a constitué une plate forme idéale
dans ce travail, car une nouvelle approche d’utilisation de la prédiction de l’apprentissage
automatique a été introduite. Jusqu’à présent, les chercheurs sont uniquement concentrés sur
lesmodèles d’apprentissage profond, leurs caractéristiques, leurs cibles et leur précision.Dans
cette étude, le modèle d’apprentissage profond a été intégré pour la prédiction des données
des réseaux sociaux. Cette intégration peut faciliter l’utilisation du modèle d’apprentissage
profond pour les utilisateurs du système des réseaux sociaux. Les avantages de l’intégration
de l’apprentissage approfondi dans le diagnostic du système de santé sont la prédiction
des diagnostics et des maladies, ainsi que le partage des connaissances d’apprentissage
approfondi entre les utilisateurs des réseaux sociaux (patients, médecins, infirmières). Le
modèle d’apprentissage profond de cette architecture peut interagir avec les réseaux sociaux
en fournissant des commentaires sur les messages des utilisateurs concernant les maladies
prévues, ce qui était un nouveau paradigme dans cette proposition. En outre, un grand
système de stockage et de traitement des données a été proposé. Le grand système de données
stocke des données sur les soins de santé caractérisées par leur volume, leur variété et leur
vitesse. Plusieurs modèles d’apprentissage approfondi permettent d’entraîner ses données
dans un système central. Le modèle d’apprentissage profond proposé forme trois ensembles
de données à partir de nœuds distribués. Ainsi, L’approche de formation distribuée est la plus
efficace dans la pratique.

3.3.6 Conclusion sur la contribution N° 2
Cette contribution présente un modèle d’apprentissage approfondi basé sur le Big Data

pour le système de santé afin de prédire les données des réseaux sociaux. L’architecture
proposée intègre trois couches : couche d’apprentissage profond, couche Big Data ,couche
de réseaux sociaux. La couche des grandes données couvre toutes les questions liées aux Big
Data, tandis que la couche de l’apprentissage profond est responsable de touts les algorithmes
d’apprentissage. La couche des réseaux sociaux est utilisée pour les utilisateurs de réseaux
sociaux. Cette contribution décrit également comment utiliser un algorithme d’apprentissage
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approfondi pour Big Data sur les réseaux sociaux. Trois algorithmes CNN ont été introduits
pour valider la fonctionnalité de l’architecture proposée. Le modèle CNN1 a été utilisé pour
prédire le type d’image, tandis que le modèle CNN2 a été appliqué pour déterminer si l’image
radiographique du thorax normale ou anormale. Enfin, le modèle CNN3 a été utilisé pour
prédire le type de maladies. Les utilisateurs des réseaux sociaux peuvent interagir avec le
système proposé pour identifier la classification des images radiographiques. Pour les travaux
futurs de cette contribution, d’autres questions liées au système de soins de santé seront
examinées pour illustrer les avantages de l’architecture proposée.

3.4 Conclusion
Dans ce chapitre nous avons présenté notre critique sur les spécifications d’architecture

Big Data. Nous avons proposé deux contributions. La première est celle de la relation
entre la spécification de l’architecture et les Machines Learning. Nous avons démontré que
la conception de l’architecture Big Data dépend de Machine Learning. Pour valider cette
hypothèse, nous avons défini quatre mesures, et nous avons proposé une Machine Learning
distribuée dans les villes intelligentes dans le but de minimisation de coût de traitement
et maximisation de taux de prédiction. La deuxième contribution, introduire un processus
d’intégration dans les architectures Big data. Cette intégration est justifiée par l’existence
des différentes sources de données tell que, les réseaux sociaux et les hôpitaux. Nous avons
proposé une architecture qui intègre les réseaux sociaux, les images radiographie de différente
source des hôpitaux. Cette architecture nous permettons de la reconnaissance de types d’image
et le type de maladie.
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Dans ce travail, nous avons étudié la relation entre leBigData, le processus deDataMining
et notamment les Machines Learning. Nous adoptons une architecture multi couches. Cette
architecture est la plus utilisée dans l’architecture des systèmes Big data. Une architecture
multi couches est une conception connue en dehors de Big data tell que dans les réseaux et
les architectures orientent service. Les avantages de cette architecture sont :
— Une conception claire et facile à maîtriser.
— Le traitement de chacun des problèmes dans sa couche. Par exemple, dans le cas de

stockage, on ne traite que les problèmes de couche de stockage.
— Diminuer la complexité du système.
— Permettant de faciliter les tâches de développement.
Plusieurs travaux ont été présentés dans le domaine des architectures Big Data, a savoir

architecture générale, référentielle, oriente application. Mais ces architectures n’ont pas étu-
diés la relation entre l’architecture et les Machines Learning en terme de temps d’exécution et
le taux d’apprentissage. Ces architectures font un pas vers la conception des architectures Big
Data. Pour ces raisons, nous avons proposé une architecture basée sur l’apprentissage pro-
fond distribué et faisons une étude empirique dans les villes intelligentes qui permet d’évaluer
l’impact d’une architecture distribuée sur le temps d’exécution et le taux d’apprentissage.
Les résultats obtenus sont résumés comme suit :
— Le choix de l’architecture dépend de Machine Learning.
— Le choix de l’architecture dépend de temps d’exécution.
— L’architecture distribuée permet de diminuer le coût de traitement.
— L’architecture distribuée permet de maximiser la prédiction de Machine Learning.
— L’architecture distribuée est une architecture idéale pour les villes intelligentes.
De plus, nous avons proposé une architecture qui intègre les réseaux sociaux, Big data

dans les hôpitaux. Cette intégration permettant de construire un framework conceptuel pour
le partage de Big Data et la construction des modèles pour la reconnaissance des images
radiographiques dans le domaine de la santé. Les avantages de cette approche sont :
— Intégration des Big Data exploitable et utilisable.
— Partage de la connaissance construite par une machine Learning.
— Construire un système qui fournira des connaissances pour différents utilisateurs.
Nous avons introduit le système multi agents dans les systèmes Big Data. Le paradigme

Mapreduce est modélisé par deux agents. Les agents qui exécutent les tâches Map et un agent
qui exécute la tâche reduce. Les avantages de cette modélisation sont :
— Assure l’autonomie entre les tâches du système.
— Le système est tolérance aux pannes.
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— Faciliter le traitement dans les systèmes Big Data.
— Introduire l’approche de coopération dans les systèmes Big Data.
— Utiliser le protocole d’interaction FIPA ACL.
Dans le but de proposer une cadre conceptuelle pour l’intégration des déférentes sources

de données existantes, nous avons proposé une architecture pour l’intégration des réseaux so-
ciaux, apprentissage profond et Big Data pour la reconnaissance des images radiographiques.
Afin de clarifier les apports d’intégration des technologies des internet des objets, Big Data
et l’apprentissage profond, nous avons proposé une architecture Big Data pour l’énergie
renouvelable.

Enfin, ce travail est un premier pas, qui nécessite des futurs travaux dans deux axes. Le
premier axe et celle de cadre théorique par exemple la relation entre l’architecture et une
Machine Learning spécifiées. Le deuxième axe c’est l’axe de développement et d’applica-
tion, dont la question c’est quels sont les outils qui permettent le développement facile de
l’architecture proposée.
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الملخص
بسبب المعلومات المتداولة في الشركات  المستعملة وذلك لبيانات في ا سر يعاً السنوات الأخيرة نموشهدت 

في هذا تقنية إنترنت الأشياء واستخدام الأجهزة المحمولة. كذا وبيانات مستخدمي الشبكات الاجتماعية و
رف من البيانات ا استخراج المع من شأ�ا يتمالعديد من الأسئلة التي المهتمون طرح الباحثونالصدد، 

 كو�ا تتميز بالحجم الكبير، التنوع، الصحة، القابلية للتحصيل البيانات الضخمة يعرف الباحثون الضخمة.
في تتمثل رؤيتنا في معالجة الرابط بين التنقيب في البيانات والبيانات الضخمة. مع السهولة وكذا السرعة.  

بنية متعددة الطبقات لاستخراج المعارف من البيانات الضخمة. تسمح هذه البنية هذا العمل، قدمنا 
ة التي اقترحناها بكو�ا متعددة الطبقات. ولهذ الغرض ندستتميز الهبمعالجة فعالة لعملية استخراج المعارف.

. الأولى هو استخدام خوارزميات عميقة موزعة لتحسين محورين مهمين للغاية وقت التنفيذ ينمساهمتقدمنا 
ركز على دمج مصادر البيانات المختلفة لتحقيق هدف تودقة عمليات تنقيب البيانات. المساهمة الثانية 

 .محدد
 البيانات الضخمة، التنقيب في البيانات ، هندسة البيانات الضخمة، التعلم العميق الكلمات المفتاحية :

 .الموزع

Abstract: 
During this decade, the growth of data is rapid due to the information circulating 

in companies, the data of social media users, the technology of the Internet of 
Things, and the use of mobile devices. This growth raises many questions for 
researchers to extract knowledge from large masses of data. This research discipline 
is Data Mining for Big Data. Several researchers define Big Data by data 
characterized by its volume, variety, velocity, veracity, volatility, and value. Our 
vision is to address the link between Data Mining and Big Data. In this work, we 
propose a multi-layered architecture for data mining in Big Data systems. This 
architecture allows the efficient processing of the data mining process. Our 
architecture has two contributions. The first is the use of deep and distributed 
algorithms to improve two critical areas of data mining process runtime and learning 
rate. In the second contribution, we focus on the integration of various data sources. 

Keywords: Big Data, Data Mining, Architecture Big Data, Distributed Deep 
learning. 
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